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บทคดัยอ�

� ในปจจุบันรปูแบบการใชพลังงานไฟฟาแตกตางจากอดีตอยางมากเน่ืองมาจากการใชงานระบบ

เซลลแสงอาทิตยและสถานีอัดประจุยานยนตไฟฟาที่มีจำนวนเพิ่มขึ้นอยางรวดเร็ว�จนสงผลใหการ

พยากรณโหลดดวยวิธีการเดิมมีความผิดพลาดสูงข้ึน��เพื่อแกปญหาดังกลาวจึงไดนำเสนอโมเดลท่ี

สามารถเรียนรูเพ่ิมข้ึนจากขอมูลท่ีไดรับระหวางท่ีทำงาน�คือออนไลนซีเควนเชียลเอกซทรีมเลรินนิงแมช�

ชีน�(OS-ELM)�โดยจุดเดนของโมเดลนี้คือสามารถทำงานโดยใชทรัพยากรต่ำแตมีความเร็วสูง�แตโมเดล�

OS-ELM�ก็ยังมีจุดท่ีตองปรับปรงุอยู�คือความแมนยำในการพยากรณ�และความตองการชุดขอมูลที่มี

จำนวนมากพอสำหรับฝกสอนเร่ิมตนกอนการใชงาน�ดังนั้นดษุฎีนิพนธนี้จึงไดนำเสนอวิธีการปรับปรุง

โมเดล�OS-ELM�ใหสามารถใชงานไดสะดวกและมีความแมนยำในการพยากรณโหลดมากขึ้น�

� ดุษฎีนิพนธนี้ไดนำเสนอวิธีการปรับปรุงโมเดล�OS-ELM�ไว�4�วิธคืีอ�1)�การใชโมเดลชดุ�2)�การ

สังเคราะหขอมูลเพื่อฝกสอนเริ่มตน�3)�การจัดกลุมขอมูลใหโมเดลทำการพยากรณ�และ�4)�การใหโมเดล

ไดเรียนรูซ้ำ�โดยทำการทดลองดวยชดุขอมูลการใชไฟฟาในรัฐทางชายฝงตะวันออกสหรัฐอเมริกาเพื่อให

โมเดลทำการพยากรณโหลดไฟฟารายชั่วโมง�และเปรียบเทียบคาความผิดพลาดในการพยากรณของ

วิธกีารที่นำเสนอกับวิธีการที่เปนเสนฐานของแตละการทดลอง�

� ผลการศึกษาพบวา�1)�การใชโมเดลชุดชวยความผิดพลาดในการพยากรณลดลงได�5-8%�2)�

การสังเคราะหขอมูลชวยใหการใชงานโมเดล�OS-ELM�มีความสะดวกมากย่ิงขึ้นและชวยลดคาความ

ผิดพลาดในการพยากรณลงไดมากกวา�10%�3)�การจัดกลุมขอมูลใหโมเดลทำการพยากรณใหคาความ

ผิดพลาดในการพยากรณไมแตกตางจากการใชโมเดลชุด�และ�4)�การเรียนรูซ้ำชวยลดความผิดพลาดใน

การพยากรณได�3-9%���

คําสําคัญ:�ออนไลนซีเควนเชยีลเอกซทรีมเลิรนนิงแมชชนี�การเรียนรูแบบเพ่ิมข้ึน�การพยากรณโหลด
ไฟฟา�
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ABSTRACT�

� Nowadays,� electricity�consumption�patterns�are� totally�different�from� the�past�
due� to� the� rapid� increase�of�PV� systems�and� EV�charging� stations.�As� this� result,� the�
load�forecasting�using�the�traditional�method�tends�to�have�higher�errors.�To�solve�this�
problem,�the�Online�Sequential�Extreme�Learning�Machine� (OS-ELM)�was�proposed�in�
order� to� incrementally� learn� from� received� data� while� working. � The� feature� of� this�
model�is�that�it�can�work�with�low�resources�but�at�a�high�speed.�However,�the�OS-ELM�
model�has� some� points� that�need� to� be� improved� such�as� forecasting� accuracy� and�
requiring�datasets�for� initial�training.�Therefore,�this�dissertation�proposed�methods�for�
improving�the�OS-ELM�model�to�be�more�convenient�to�use�and�more�accurate�in�load�
forecasting.�
� This�dissertation�proposed�4�methods�for�improving�the�OS-ELM�model:�1)�using�
an� ensemble� model,� 2) � synthesizing� data� for� initial� training,� 3) � clustering� data� for�
forecasting,�and�4)�using�re-learning.�The�experiment�was�conducted�with�a�dataset�of�
electricity�usage�on�east�coast�of�the�United�States�to�forecast�hourly�electricity�loads.�
The� forecasting� error� was� compared� with� the� proposed� method� and� the� baseline�
method�of�each�experiment.�
� The� study� results� revealed� that: � 1) � the� ensemble� model� could� reduce� the�
forecast�error�by�5-8% ,�2)�the�synthesis�of�data�made�the�use�of�the�OS-ELM�model�
more� convenient�and� the� forecasting�error� could�be�reduced�by�more�than�10% ,� 3)�
clustering�the�data�for�each�model�could�not�reduce�the�forecasting�error�compared�to�
the�ensemble�model,�and�4)�the�re-learning�method�could�reduce�the�forecasting�errors�by�3-
9%.�

�
Keywords:�online�sequential�extreme�learning�machine�(OS-ELM),�incremental�learning,�
load�forecasting�
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บทที่�1�
บทนำ�

�

1.1�ความเปนมาและความสำคัญของปญหา�

� โดยท่ัวไประบบไฟฟาถูกแบงสวนออกเปน�สวนการผลิตไฟฟา�(Power�Generation),�สวนการสง

กำลังไฟฟา�(Power�Transmission)�,�สวนการจายกำลังไฟฟา�(Power�Distribution)�และสวนผูใชไฟฟา�

(Power�Consumption)�ในชวงแรกเร่ิมการบริหารจัดการระบบไฟฟามักจะเนนไปท่ี�การผลิตไฟฟา,�การสง

กำลังไฟฟา�และการจายกำลังไฟฟา�จนถึงชวงประมาณป�ค.ศ.�1970�เริ่มมคีวามสนใจในการบริหารจัดการ

ดานโหลด�(Demand�Side�Management,�DSM)�[1]�เพ่ือเพ่ิมประสิทธิภาพให ระบบไฟฟ า�ซึ่ งการ

พยากรณโหลดไฟฟาเปนสวนสำคัญสวนหนึ่งในการบรหิารจัดการดานโหลดรวมถึงการบริหารจัดการการ

ผลิตไฟฟา�และการบริหารจัดการดานการสงและจายไฟฟาดวย��

� มีการศึกษาวิจัยเรื่องการพยากรณโหลดไฟฟาอยูเปนจำนวนมาก�[2,3]�ซึ่งการพยากรณถูกแบงตาม

ระยะเวลาในการพยากรณลวงหนา�4�ระยะไดแก��

1)�การพยากรณในระยะสั้นมาก�(Very�Short�Term�Load�Forecasting)�เปนการพยากรณ

ลวงหนาไมเกนิ�1�ชั่วโมง�โดยขอมูลที่ไดจากการพยากรณมักนำไปใชในการควบคุมคุณภาพของระบบไฟฟา�

2)�การพยากรณในระยะส้ัน�(Short�Term�Load�Forecasting)�เปนการพยากรณลวงหนา�1�

ชั่วโมง�แตไมเกิน�1�สัปดาห�โดยขอมูลท่ีไดจากการพยากรณมักนำไปใชในการปรับสมดุลระหวางการใช

ไฟฟาและการผลิตไฟฟา�

3)�การพยากรณในระยะกลาง�(Medium�Term�Load�Forecasting)�เปนการพยากรณลวงหนา�1�

เดือนแตไมเกิน�1�ป�โดยขอมูลที่ไดจากการพยากรณมักนำไปใชในการวางแผนจดัหาเชื้อเพลิงในการผลิต

ไฟฟา�

4)�การพยากรณในระยะยาว�(Long�Term�Load�Forecasting)�เปนการพยากรณลวงหนาใน

หนวยป�โดยขอมูลท่ีไดจากการพยากรณมักนำไปใชในการวางแผนลงทุนสรางโรงไฟฟาหรือโครงสราง

พ้ืนฐานในระบบไฟฟา�

�

�
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โมเดลท่ีใชในการพยากรณโหลดไฟฟาท่ีพบไดบอยในงานวจัิยมีอยูสองรูปแบบหลักคือ�

1)�โมเดล�Autoregressive�Integrated�Moving�Average�(ARIMA)�เปนโมเดลท่ีนิยมใชในการ
วิเคราะหขอมูลอนุกรมเวลา�(Time�Series�Analysis)�โดยโมเดลจะประกอบดวยสวน�Autoregressive�

(AR)�ซึ่งเปนโมเดลที่อธิบายการถดถอยเชิงเสน�(Linear�Regression)�ระหวางขอมูลปจจุบันกับขอมูลในอดีต�

และสวน�Moving�Average�(MA)�ซึ่งเปนโมเดลท่ีอธิบายการถดถอยเชิงเสน�(Linear�Regression)�ระหวาง

ขอมลูปจจุบันกับคาความผิดพลาดจากการพยากรณในอดีตซึ่งเกิดจากสัญญาณรบกวนไวต�(White�Noise)�

ของขอมูล�โดยปกติโมเดล�ARและ�MA�น้ีจะใชไดกับขอมูลน่ิง�(Stationary�Data)�เทาน้ัน�และเพ่ือเปนการ

ปรับปรุงใหโมเดล�AR�และ�MA�สามารถใชงานไดกับขอมูลท่ีไมน่ิง�(Non-Stationary�Data)�ได�จึงไดมีการ

เพ่ิมส วนท่ี เรียกวา� Integrated�ใน โมเดลและเมื่อนำทั้งหมดมารวมกันจะเรียกโมเดลดั งกล าววา�

Autoregressive�Integrated�Moving�Average�(ARIMA)�������

2)�โมเดลโครงขายประสาทเทียม�(Artificial�Neural�Network,�ANN)�ในการพยากรณอนุกรม
เวลานั้นโมเดลโครงขายประสาทเทียมมีขอแตกตางจากโมเดล�ARIMA�ตรงท่ีสามารถใชฟงกชันกระตุนที่ไม

เปนเชิงเส น�(Non-linear�Activation�Function)�และโครงสราง ท่ี มีชั้ นซอน�(Hidden�Layer)�ทำให

โครงขายประสาทเทียมสามารถพยากรณขอมูลที่มีความสัมพันธแบบไมเปนเชิงเสน�(Non-Linear)�ไดดีกวา

โมเดล�ARIMA�[2,3]�

การสรางโมเดลสำหรับพยากรณ โหลดไฟฟ าขางตนจะต องใช ขอมูลในอดีตมาคำนวณหา

คาพารามิเตอรตางๆ�ในโมเดล�ซึ่งในโมเดลโครงขายประสาทเทียมท่ีใชเทคนคิตางๆ�ทางดานการเรียนรูของ

เครื่อง�(Machine�Learning)�เราจะเรียกการหาคาพารามิเตอรนี้วาเปนการฝกสอน�(Training)�โดยขอมูลท่ี

ใชฝกสอนน้ีจะตองมีจำนวนมากเพียงพอ�และควรมีแบบรูป�(Pattern)�เหมือนกับขอมูลท่ีโมเดลจะตอง

พยากรณ�การฝกสอนดังกลาวจะกระทำคร้ังเดียวตอนเร่ิมตนดวยขอมูลทั้งหมดเรียกวาเปนการเรียนขอมูล

ท้ังกลุม�(Batch�Learning)�แตในปจจุบันแบบรูป�(Pattern)�การใชพลังงานไฟฟาของผูใชไฟฟามีการ

เปล่ียนแปลงตลอดเวลาเนื่องมาจาก�ระบบผลิตไฟฟาจากเซลลแสงอาทิตย�(PV�System)�[4],�ยานยนต

ไฟฟา�(Electric�Vehicle)�[5],�ระบบกักเก็บพลังงาน�(Energy�Storage)�[6]�และการตอบสนองดานโหลด�

(Demand�Response)�[7]�ดังนั้นโมเดลที่ถูกสรางดวยวิธี�Batch�Learning�จำเปนจะตองมีการฝกสอนใหม�

(Retraining)�ตลอดเวลาเพื่อความถูกตองในการพยากรณ�ซึ่งการฝกสอนใหมในกรณีดังกลาวนี้สรางความไม

สะดวกในทางปฏิบัติ�ดังน้ันนักวิจัยจึงไดนำเสนอโมเดลท่ีสามารถเรียนรูเพิ่มขึ้นไดในขณะท่ีกำลังทำงานอยู

หรือเรียกไดวาโมเดลที่เรียนรูแบบออนไลน�(Online�Learning)�บางงานวจัิยจะเรียกโมเดลลักษณะนี้วาเปน

โมเดลท่ีเรยีนรูแบบเพิ่มขึ้น�(Incremental�Learning)���
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รูปที่�1.1�เปรียบเทียบการเรียนรูของโมเดลแบบเรียนรูขอมูลท้ังกลุม�(Batch�Learning)�กับแบบเรียนรู
เพิ่มขึ้น�(Incremental�Learning)�

โมเดลเรียนรูแบบเพิ่มข้ึน�(Incremental�Learning)�ไดมีการศึกษาวิจัยและนำเสนอไวจำนวนหนึ่ง�

[8]� เช น � Incremental� Support�Vector�Machine� [9],�Online�Random�Forecast� [10],� Learn++�

[11],�Online�Sequential�Extreme�Learning�Machine�[12]�โดยในดุษ ฎีนิพนธ น้ีสนใจศึกษาโมเดล�

Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�เนื่องจากมีความเร็วสูงในการเรียนรูจาก

ขอมูล�(Learning�Speed)�ทำใหสามารถทำงานบนอุปกรณท่ีมีทรัพยากรในการคำนวณนอยไดดี�เหมาะกับ

งานพยากรณกำลังไฟฟาระยะสั้นท่ีสามารถเรียนรูเพ่ิมขึ้นได�แตโมเดล�OS-ELM�ยังมีขอดอยท่ีตองปรับปรุง

อยูบาง�เชน�ตองใชขอมูลในการเร่ิมตนฝกสอนโมเดลซึ่งอาจไมเหมาะกับอาคารที่สรางใหมหรือพ้ืนท่ีที่ยังไมมี

การเก็บขอมูลการใชไฟฟา�และคาพารามิเตอรในชั้นซอนของโมเดลเกิดจากการสุมตัวเลขซ่ึงอาจไมใชวิธีการ

ท่ีดีในการสกัดคุณลักษณะ�(Feature�extraction)�ของขอมูลอินพุตจนสงผลใหการพยากรณไมแมนยำ

เทาที่ควร�ดังนั้นในงานวิจัยนี้จึงนำเสนอวิธีการปรับปรุงโมเดล�OS-ELM�ใหสามารถทำงานไดโดยไมตองใช

ขอมูลตัวอยางสำหรับฝกสอนเริ่มตน�และปรับปรุงใหมีความแมนยำในการพยากรณสูงข้ึนโดยใชวิธีที่มีตนทุน

ในการคำนวณต่ำเหมาะสมท่ีจะนำไปใชงานบนอุปกรณที่มีทรัพยากรต่ำเชนไมโครคอนโทรลเลอรหรือ

คอมพิวเตอรบอรดเด่ียว�(Single�Board�Computer)�ได�

�

�

�
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1.2�วัตถุประสงค��
1.2.1�เพื่อศึกษาแนวทางตางๆ�ในการปรับปรุงโมเดล�OS-ELM�

1.2.2�นำเสนอวิธีการใชงานโมเดล�OS-ELM�สำหรับพยากรณโหลดไฟฟาระยะสั้น�โดยไมตองใช

ขอมูลตัวอยางสำหรบัฝกสอนเริ่มตน�

1.2.3�นำเสนอวิธีการปรับปรุงความแมนยำของโมเดล�OS-ELM�ในการพยากรณโหลดไฟฟาระยะ

สั้น�

�

1.3�สมมติฐานของการวิจัย�
� 1.3.1�ขอมูลตัวอยางท่ีไดจากการสังเคราะหสามารถใชแทนขอมูลโหลดไฟฟาจริงในอดีต�เพื่อ

ฝกสอนเริ่มตนใหกับโมเดล�OS-ELM�ไดโดยไมทำใหคาความแมนยำในการพยากรณโหลดไฟฟาลดลง�

� 1.3.2�โมเดลแบบกลุม�(Ensemble�Model)�จะชวยเพิ่มความแมนยำในการพยากรณได�

� 1.3.3�การจัดกลุมขอมูล�(Clustering)�ตามลักษณะการใชไฟฟา�แลวแยกใชโมเดลแตละชุดเพ่ือ

พยากรณลักษณะการใชไฟฟาแตละแบบ�จะชวยเพ่ิมความแมนยำในการพยากรณได�

� 1.3.4�การเรียนซ้ำ�(Re-learn)�กับขอมูลตัวอยางชุดเดิมจะชวยใหโมเดล�OS-ELM�ปรับตัวตาม

ขอมูลท่ีเปล่ียนแปลงไดเร็วข้ึน�ทำใหความแมนยำในการพยากรณสูงขึ้น.�

�

1.4�ขอบเขตของการวิจัย�
� 1.4.1�ศึกษารวบรวมโมเดล�Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�และ

แนวทางตางๆ�ในการปรับปรุงความแมนยำในการพยากรณ�

� 1.4.2�นำเสนอวธิีการที่สามารถเพิ่มความแมนยำในการพยากรณใหกับโมเดล�OS-ELM�

1.4.3�โมเดล�OS-ELM�ท่ีนำเสนอนี้สรางในคอมพิวเตอรดวยภาษาไพทอน�(Python)��

1.4.4�ทดสอบความถูกตองแมนยำในการพยากรณของโมเดล�OS-ELM�ท่ีนำเสนอ�ดวยขอมูลโหลด

ไฟฟาจริง�Hourly�energy�consumption�จากเว็บไซต�www.kaggle.com�

1.4.5�เปรียบเทียบความแมนยำในการพยากรณของโมเดล�OS-ELM�ท่ีนำเสนอกับโมเดล�OS-ELM�

ปกติ�

�

�
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�

1.5�ขั้นตอนการวิจัย�
� 1.5.1�ศึกษารายละเอียดของดุษฎีนิพนธจากเอกสารตำรา�และงานวิจัยท่ีเกี่ยวของ�เพ่ือกำหนด

ปญหา,�วัตถุประสงค,�สมมติฐานและขอบเขตของงานวิจัย�

1.5.2�ศึกษารายละเอียดจากเอกสารและงานวิจัยท่ีเกี่ยวของกับ�การใชโมเดล�Online�Sequential�

Extreme�Learning�Machine�(OS-ELM)�ในรูปแบบตางๆ�เพื่อการพยากรณอนุกรมเวลา�

� 1.5.3�สรางโมเดล�OS-ELM�ดวยภาษาคอมพิวเตอร�Python��

� 1.5.4�ศึกษารายละเอียดจากเอกสารและงานวิจัยที่เก่ียวของกับ�การปรับปรุงโมเดล�OS-ELM�

� 1.5.5�ออกแบบและสรางวิธกีารปรับปรุงโมเดล�OS-ELM�ใหมีความแมนยำในการพยากรณมากข้ึน���

1.5.6�ทดสอบโมเดล�OS-ELM�ดวยวิธีการที่สรางข้ึน�โดยทดลองพยากรณโหลดไฟฟาระยะสั้นจาก

ขอมูลจริง�“Hourly�Load�Data”�จากเว็บไซต�www.kaggle.com�

� 1.5.7�เปรียบเทียบความแมนยำในการพยากรณของโมเดล�OS-ELM�ท่ีสรางขึ้นกับโมเดล�OS-ELM�

ปกติ�

� 1.5.8�เขียนบทความเพ่ือเผยแพรผลงานวิจัย��

� 1.5.9�จัดทำดุษฎีนิพนธฉบับสมบูรณ�

�

1.6�ประโยชนที่คาดวาจะไดรับ� �
� 1.6.1�ชวยเพิ่มพูนความรูในการสรางโมเดลพยากรณโหลดไฟฟาระยะสั้นแบบเรียนรูเพ่ิมข้ึนได�

� 1.6.2�ไดแนวคิดในการพัฒนาระบบมิเตอรอัจฉริยะ�(Advance�Metering�Infrastructure,�AMI)�

สำหรบังานบริหารจดัการพลังงาน��

� 1.6.3�ไดแนวทางในการนำโมเดลแบบเรียนรูเพิ่มขึ้นไปใชงานในอุปกรณท่ีมีทรัพยากรในการคำนวณ

ต่ำ�



�

�

บทที่�2�
วรรณกรรมหรืองานวิจัยที่เก่ียวของ�

�
� การปรับปรุงโมเดล�Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�จำเปนตอง

เขาใจพ้ืนฐานการเรียนรูของเครื่อง�(Machine�learning)�และหลักการทำงานของโมเดล�Extreme�

Learning�Machine�(ELM)�และ�Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�ดังนี�้

� �

2.1�พ้ืนฐานทางดานการเรียนรูของเครื่อง�(Machine�Learning)�
� การเรียนรูของเครื่องเปนสาขาหนึ่งในเทคโนโลยีทางดานปญญาประดิษฐ�(Artificial�intelligence,�

AI)�โดยมีนิยามคือ�“ข้ันตอนวิธี�(Algorithm)�ท่ีใชสรางแบบจำลองทางคณิตศาสตร�(Mathematical�

model)�ของขอมูล�เพ่ือท่ีจะใชในงานทำนายหรือตัดสินใจบางอยาง�โดยไมไดมีการต้ังโปรแกรมใหทำงาน

ดังกลาวอยางชัดเจน”�จุดเดนของการเรียนรูของเครื่องเม่ือเทียบกับโปรแกรมคอมพิวเตอรโดยทั่วไปคือ�ไมมี

การกำหนดตรรกะในการทำงานไวในตัวโปรแกรม�ตัวโปรแกรมจะตองสรางตรรกะในการทำงานขึ้นมาเอง

จากขอมูลท่ีปอนเขาไป�ดังรูปท่ี�2.1�โปรแกรมคอมพิวเตอรที่ไดรับการยอมรับวาเปนการเรียนรูของเครื่อง

โปรแกรมแรกถูกนำเสนอโดย�Arthur�L.�Samuel�[13]�เปนโปรแกรมการเลนหมากฮอส�โดยผูใชงานปอน

ขอมูลกติกาการเลนหมากฮอสและคอมพิวเตอรประมวลผลการเลนท่ีเหมาะสมเอง�

�

�

รูปที�่2.1�เปรียบเทียบโปรแกรมคอมพิวเตอรท่ัวไปกับการเรียนรูของเครื่อง�
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�

�

รูปแบบของงานท่ีใชการเรียนรูของเครือ่งเขาไปแกปญหาโดยทั่วไปมีอยู�3�รูปแบบคือ��

2.1.1�การวิเคราะหการถดถอย�(Regression�analysis)��
เปนการหาฟงกชันความสัมพันธระหวางขอมูลอินพุตและขอมูลเปาหมายเพ่ือนำฟงกชันดังกลาวไปใช

พยากรณคาเปาหมายสำหรับขอมูลอินพุตใดๆ�โดยแนวทางท่ีนิยมใชคือการกำหนดสมมติฐาน�(hypothesis)�

หรือแบบจำลองทางคณิตศาสตร�(Mathematical�model)�หรือโมเดล�ของฟงกชันความสัมพันธระหวาง

ขอมูลอินพุตและขอมูลเปาหมาย�ดังนี�้

�

( )Y h X  � � � � � � (2.1)�

โดย�

'Y �� คือ�คาพยากรณท่ีไดจากสมมติฐานหรือโมเดล�

ℎ � คือ�ฟงกชันสมมติฐานหรือโมเดล�ท่ีมีคาพารามิเตอรเปน�θ�
�� � คือ�คาอินพุตท่ีปอนเขาโมเดล�

�

โดยฟงกัน�ℎ �มีรูปแบบการกำหนดไดหลากหลาย�เชนกำหนดใหเปนการถดถอยเชิงเสน�(Linear�
regression)�ค าพยากรณจะคำนวณโดยนำคาอิน พุตแตละตัวมาคูณค าน้ำห นักและรวมกัน�เช น�

1 1 2 2y x x   ��หากกำหนด�ℎ �เปนโครงขายประสาทเทียม�(Artificial�neural�network)�คา
พยากรณจะคำนวณตามโครงสรางของโครงขายประสาทเทียมนั้นๆเชน�

1 11 1 12 2 2 21 1 22 2( ) ( )y g x x g x x            �โดย� (.)g �คือฟงกชันกระตุน�(Activation�

function)�ของโครงขายประสาทเทยีม��

�
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�

�
รูปที�่2.2�การวิเคราะหการถดถอย�(Regression�analysis)�

ขั้นตอนตอไปคือการหาคาพารามิเตอรของโมเดลซึ่งเริ่มจากการกำหนดฟงก ชันตนทุน�(Cost�

function)� J(θ) ซึ่งมักนิยมใชฟงกชันชนิดคาผิดพลาดยกกำลังสองเฉลี่ย� (Mean�square�error)�ดังน้ี�

�

( ) ( ) 2

1

1( ) ( )
2

m
i i

i
J Y Y

m



  � � � ��������������������������(2.2)�

โดย�

�� คือ�จำนวนขอมูลตัวอยาง�

� �′(	)� คือ�คาพยากรณของขอมูลตัวอยางท่ี���
� �(	)� คือ�คาจริงของขอมูลตัวอยางที่���

� �

� ขั้นตอนตอไปคือการใชเทคนิคในการหาคาที่เหมาะสมท่ีสุด�(Optimization)�หาคาพารามิเตอร�θ�
ท่ีทำใหคาฟงกชันตนทุนมีคาต่ำที่สุด�โดยวิธีการที่นิยมใชมากท่ีสุดคือการเคลื่อนลงตามความชัน�(Gradient�

descent)�ซึ่งไมขอกลาวถึงในที่นี�้

� นอกจากการใช�Gradient�descent�ในการหาคาพารามิเตอรที่เหมาะสมของโมเดลแลว�ยังมีอีกวิธี

หนึ่งที่นิยมใชโดยเฉพาะกับโมเดลที่เปน�Linear�regression�ไดแกวิธีการสมการปกติ�(Normal�equation)�

ซึ่งเปนการคำนวณหาคาพารามิเตอรของโมเดลดวยวิธีการทางพีชคณิต�(Algebra)�โดยเริ่มจากกำหนด�ℎ �
ใหอยูในรูปของ�Linear�regression�ซึ่งสามารถเขียนสมการในรูปผลคูณของเมทริกซและเวกเตอรไดดังนี้�

�

Y Y = Xθ � � ������������ ����������������� (2.3)�
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โดย�

� �� คือ�คาจริงจากขอมูลตัวอยาง�

�
� คือ�คาพยากรณท่ีไดจากโมเดล�

� �� คือ�คาอินพุตที่ปอนเขาโมเดล�

� �� คือ�พารามิเตอรของโมเดล�

จากสมการท่ี�2.3�ซึ่งทราบคา���และคา���ซึ่งเปนเมทริกซและโดยมากจะไมใชเมทริกซจัตุรัส�(Square�
matrix)�คาพารามิเตอร���สามารถคำนวณไดดังนี�้







T T

T -1 T T -1 T

Y Xθ
X Y X Xθ
(X X) X Y (X X) X Xθ

�

T -1 T(X X) X Y θ � � � � � � (2.4)�

การหาคาพารามิเตอรของโมเดลดวยวิธี�Normal�equation�น้ีจุดเดน เม่ือเทียบกับ�Gradient�

descent�คือ�ไมจำเปนตองทำการปรับคาใหเปนบรรทัดฐาน�(Normalization),�ไมจำเปนตองกำหนดคา

อัตราการเรียนรู�(Learning�rate)��และโปรแกรมไมตองทำงานแบบวนซ้ำ�(Iteration)�แตมีขอดอยคือ�เม่ือ

ทำงานกับขอมูลท่ีมีมิติมากและ/หรือ�มีจำนวนมากโปรแกรมจะทำงานไดชา�(เกิน�10,000�ตัวอยาง�[14])�

และอาจพบเมทริกซท่ีไมสามารถหาคาผกผนัได�(non-invertible�matrix)������

2.1.2� การจำแนกประเภท�(Classification)�

เปนการหาฟงกชันความสัมพันธระหวางขอมูลอินพุตกับขอมูลเปาหมายเชนเดียวกับ�Regression�

analysis�เพียงแตคาเปาหมายในกรณีของ�Classification�นั้นจะมีลักษณะเปนเซตวิยุต�(Discrete�set)�เชน�

การจำแนกรูปภาพวาเปนใบหนาคนใชหรือไม,�การจำแนกกรุปเลือดวาเปน�A,�B,�AB�หรือ�O�เปนตน�

สมมติฐานหรือโมเดลหนึ่งท่ีนิยมใชในการทำ�Classification�คือ�การถดถอยแบบโลจิสติกส�(Logistic�

regression)�ซึ่งเปนการจำแนกขอมูลออกเปน�2�ประเภท�(Binary�classification)�โดยนำผลรวมเชิงเสน�

(Linear�combination)�ของอนิพุตในแตละมิติมาปอนเขาฟงกชัน�sigmoid�หรือใชโมเดลโครงขายประสาท

เทียมสำหรับการจำแนกขอมูลออกเปน�หลายประเภท�(Multi-class�classification)��สวน�cost�function�

หนึ่งท่ีนิยมใชในการทำ�classification�คือ�Cross�entropy�function��
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�
รูปที�่2.3�ตัวอยางการจำแนกประเภท�(Classification)�ขอมูล�

�2.1.3�การจับกลุม�(Clustering)�

� การจับกลุมขอมูล�(Data�clustering)�มีความแตกตางจากการทำ�regression�และ�classification�

คอนขางมาก�เนื่องจากขอมูลท่ีปอนเขาใหโมเดลเรียนรูเพ่ือปรับคาพารามิเตอรนั้นจะไมมีคาเปาหมายซึ่ง

เรียกวาเปนการเรียนรูแบบไมมีผูฝกสอน�(Unsupervised�learning)�สวนการเรยีนรูเพ่ือปรับคาพารามิเตอร

ในงาน�Regression�และงาน�Classification�น้ันเรียกวาเปนการเรียนรูแบบมีผูฝกสอน�(Supervised�

learning)�โดยวัตถุประสงคของการทำ�Clustering�คือการจับเอาขอมูลที่มีความ�“คลายกัน”�ไวในกลุม

เดียวกัน�โมเดลหรอืสมมติฐานของการทำ�Clustering�คือการวัดความคลายกันของขอมูลซึ่งมักจะวัดจาก

ระยะหางของขอมูลแตละตัวในปริภูมิและจัดใหขอมูลท่ีอยู ใกลเคียงกันอยูในกลุมเดียวกัน�ขั้นตอนวิธี�

(algorithm)�ท่ีนิยมใชมากในงาน�Clustering�คือการทำ�K-Means�Clustering�ตัวอยางงานท่ีตองใชการทำ�

Clustering�เชน�การแบงกลุมลูกคา,�การแบงประเภทผูใช ไฟฟา,�การตรวจสอบผู บุกรุกในเครือขาย

คอมพิวเตอร�เปนตน�

�
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�
รูปที�่2.4�ตัวอยางการจับกลุม�(Clustering)�ขอมูล�
�

2.2�โมเดล�Extreme�Learning�Machine�(ELM)��
� Extreme�Learning�Machine�(ELM)�เปนโมเดลท่ีมีโครงสรางเหมือนโมเดลโครงขายประสาท

เทียมชนิดชั้นซอนเดียวปอนขอมูลไปขางหนา�(Single�hidden�layer�feed-forward�neural�network,�

SLFN)�ELM�ถูกนำเสนอคร้ังแรกโดย�Guang�Bin�Hong�ในป�ค.ศ.�2004�[15]�จดุเดนท่ีสุดของ�ELM�คือมี

ความเร็วสูงมากในการเรียนรูขอมลูเพ่ือปรับคาพารามิเตอรของโมเดล�เนื่องจาก�ELM�ไมใชวิธีการวนซ้ำเชน�

Gradient�descent�ในการคำนวณคาพารามิเตอรแตใชวิธ�ีNormal�equation�ในการคำนวณ�โดยคา�bias�

และ�weight�ท่ีเช่ือมตอระหวางอินพุตและช้ันซอนจะถูกสรางแบบสุม�(Random�Generated)�และจะมี

คาคงท่ีตลอดการเรียนรูขอมูล�สวนคา�weight�ระหวางชั้นซอนกับเอาตพุตจะคำนวณโดยใชเทคนิค�

Normal�equation�อธิบายไดดังนี�้

�
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รูปที�่2.5�โครงสรางของโมเดล�Extreme�Learning�Machine�(ELM)�

ถาขอมูลตัวอยางท่ีตองการเรียนรูมีจำนวน���ตัวอยาง� ( , )j jx y โดยท่ี� n
jx  และ� m

jy 

จำนวนโหนดในช้ันซอนของโครงขายเทากับ���ความสัมพันธระหวาง� jx �และ� jy จะเปนดังน้ี�

1,2,..g j n 
L

j i i j i
i=1

y β (a x +b ) �����������������������������(2.5)����

โดย� miβ  �เปนคาน้ำหนกัในชั้นซอน,� (.) :g   เปนฟงกชันกระตุนในชั้นซอน,� n
i a 

เปนคาน้ำหนักในชั้นอินพุต�และ� i b  �เปนคาไบแอสในชั้นอินพุต�สมการที�่2.5�สามารถเขียนใหอยูใน

รูปแบบท่ีงายข้ึนไดดังนี�้

Y=Hβ ���������������������������������� ������ �������������������(2.6)�

โดย�� � �
1 1 1 1

1 1

( ) ( )

( ) ( )

L L

N L N L N L

g a x b g a x b

g a x b g a x b


  
 
 
   

H =


  


�

1
T

T
L L m






 
   
  

β  � และ��� �
1
T

T
N N m

y

y


 
 
 
  

Y =  �

�
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เมทริกซ���เรียกวา�The�Hidden�Layer�Output�Matrix�ซึ่งคา��	�และคา��	�เปนคาคงท่ีท่ีได
จากการสุม�ทำใหคาเมทริกซ���เปนคาคงท่ีเชนกัน�ดังน้ันการเรยีนรูขอมูลของ�ELM��จงึเปนการคำนวณคา�
��ในสมการท่ี�2.6�ซึ่งหากจำนวนขอมูลหรือมติิของขอมูลไมมีคามากเกินไปเราสามารถใชวิธี�Normal�

equation�คำนวณไดโดยตรงอยางรวดเร็วเม่ือเทียบกับวิธี�Gradient�Descent�โดยคา���สามารถคำนวณ
ไดดังน้ี�

†β = H Y ���โดย��� -† T 1 TH = (H H) H � � � � (2.7)�

ถึงแมวา�ELM�จะใชการสุมคาน้ำหนักและคาไบแอสในชั้นอินพุตท่ี�แตจากงานวิจัยจำนวนมาก

พบวา�ELMสามารถในการเรียนรูขอมูลไดเปนอยางดีเชนเดียวกับ�Learning�Algorithm�อื่น�ๆ�เชนกัน�[16],�

[17],�[18]�โมเดล�ELM�อาจพบปญหาทางดานเสถียรภาพเชิงตัวเลข�(Numerical�stability)�เน่ืองจากใน

บางคร้ังจะพบวาไมสามารถหาคาเมทริกซผกผัน�(inverse�matrix)�ของ� TH H �ได�ซึ่งจาการทบทวน

วรรณกรรมพบวามีวิธีการแกปญหาดังกลาวอยู�2�วิธีคือ���

� ใชแฟคเตอรปรับคา�(Regularization�factor,�)�[12]�โดยเปนจำนวนท่ีมีคาต่ำๆ�บวกกับ
คา� TH H �กอนท่ีจะทำการแปลงผกผันดังน้ี� T -1(H H+λI) �ซึ่งชวยใหเปนเมทริกซแบบ
เต็มแรงกท่ีสามารถแปลงผกผันได�

� ใชวิธี�Singular�Value�Decomposition�(SVD)�ในการประมาณคาเมทริกซผกผัน�[12]�

2.3�โมเดล�Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�
� โมเดล�ELM�เปนการเรียนรูแบบ�Batch�learning�หรือ�Offline�learning�คือมีขอมูลท่ีมท้ัีงหมดใน

การฝกสอนโมเดลและใหโมเดลทำงาน�โดยระหวางทีโ่มเดลทำงานจะไมสามารถเรียนรูเพิ่มเติมจากขอมูลท่ี

เขามาใหมได�ซึ่งในการใชงานจริงบางครั้งขอมูลที่เขามาใหมน้ีอาจมีคุณลักษณะท่ีแตกตางขอมูลท่ีใชฝกสอน

ตอนเริ่มตน�โมเดลจึงจำเปนจะตองใชขอมูลท่ีเขามาใหมในการฝกสอนโมเดล�เพื่อใหโมเดลสามารถ

ปรับเปลี่ยนคาพารามิเตอร��โดยการท่ีโมเดลสามารถเรียนรูจากขอมูลที่รับเขามาใหมดังกลาวจะเรียกวาเปน�

การเรียนรูแบบออนไลน�(Online�learning)�หรือเปนการเรียนรูแบบเพิ่มขึ้น�(Incremental�learning)�

� มีงานวิจัยที่นำเสนอการปรับปรุงโมเดล�ELM�ใหสามารถทำงานแบบ�Incremental�learning�ได

และเรียกโมเดลดังกลาววา�Online�Sequential�Extreme�Learning�Machine�(OS-ELM)�[12]�โดยใช
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หลักการเรียก ซ้ำ �(recursive)�จากสมการท่ี �2.7�ในการทำงานรอบแรกของโม เดลจะเปน ดั งนี้ �
1

0 0 0 0
TK H Y  �โดย� 0 0 0

TK H H �โดยตัวหอย�0�หมายถึง�พารามิเตอรในการทำงานเร่ิมตน�(คร้ังท่ี�0)��
เม่ือมีขอมูลชุดใหมเพ่ิมเขามาทำใหเมทริกซH และเมทริกซY เปลี่ยนแปลง�ซึ่งสามารถคำนวณคา� 1 �ได

ดังนี้�

   
   
      

T
-1 0 0

1 1
1 1

H Yβ =K H Y ����������� (2.8)�

โดย�
   
   
   

T
0 0

1
1 1

H H
H H

K = �

������  
    

 
0T T

1 0 1
1

H
H H

H
K = � ������������������������� �

� ���������

�� T
11 0 1HK =K +H �� ����������� ������������ (2.9)�

�����������������������������������������และ�    
   
   

Τ
0 0 Τ Τ

0 0 1 1
1 1

Η Y
= Η Y +Η Y

Η Y
�

������������������������������������������������������    
   
   

Τ
0 0 -1 Τ Τ

0 0 0 0 1 1
1 1

Η Y
= K K Η Y +Η Y

Η Y
�

������������������������������������������������������    
   
   

Τ
0 0 Τ

0 0 1 1
1 1

Η Y
= K β +Η Y

Η Y
�

������������������������������������������������������    
   
   

Τ
0 0 T Τ

1 1 1 0 1 1
1 1

Η Y
= (K -H H )β +Η Y

Η Y
�

����������������
   
   
   

Τ
0 0 T Τ

1 0 1 1 0 1 1
1 1

Η Y
= K β -H H β + Η Y

Η Y
� ������������ �(2.10)�

แทนคาสมการท่ี�2.9�และ�2.10�ลงในสมการที�่2.8�จะไดวา�

��������������������������������������������������� -1 T T
1 1 1 0 1 1 0 1 1= K (K β - H H β +H Y )β �

��������������������������������������������������� -1 T -1 T
1 0 1 1 1 0 1 1 1= β -K H H β +K H Yβ �
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1
-1 T

0 1 1 1 1 0= β +K H (Y -H β )β �� � � � (2.11)��

��โดย� T
1 0 1 1HK =K +H � �

จากสมการท่ี�2.11�สามารถจัดใหเปนรูปแบบทั่วไปไดดังนี�้

������������������������ -1 T
k kk+1 k+1 k+1 k+1 k+1= β +K H (Y -H β )β ����������� � (2.12)�

�����โดย���� T
kk+1 k+1 k+1K =K +H H � � �

โดยk คือ�รอบท่ีหรือครั้งท่ีของขอมูลท่ีโมเดลรับเขามาโดยขนาดของขอมูลท่ีรับเขามาแตและครั้ง

ไมจำเปนตองมีขนาดเทากันกไ็ด�ซึ่ง� 0k  �จะหมายถงึการทำงานเริ่มตนในรอบแรก�

สรุปไดวาโมเดล�OS-ELM�มีวิธีการทำงานท่ีแบงออกเปนสองขั้นตอนคือ��

ขั้นตอนท่ี�1�ต้ังคาพารามิเตอรเริ่มตน�ขั้นตอนน้ีจะเหมือนกันกับโมเดล�ELM�ปกติ�คือใชขอมูล

ฝกสอนเริ่มตนเพ่ือคำนวณคา 0 โดยใชสมการที�่2.7��
ขั้นตอนท่ี�2�ใชขอมูลที่รับเพิ่มมาและขอมูลพารามิเตอรปจจุบันของโมเดลมาคำนวณคา� 1k  �ตาม

สมการที่�2.12��

2.4�งานวิจัยที่เก่ียวของ�
� บทความและงานวิจัยท่ีเก่ียวของกับการพัฒนาปรับปรุงโมเดล�OS-ELM�สามารถรวบรวมและสรุป

ไดดังตารางท่ี�2.1�ดังนี้�

ตารางท่ี�2.1�งานวิจัยท่ีเก่ียวของ�(ตอ)�
ป� นักวิจัย� สาระสำคัญ�

2009� van� Heeswijk� Mark,� Miche�

Yoan,� Lindh-Knuutila� T.,�

Hilbers� Peter,� Honkela�

Timo,� Oja� E.� and� Lendasse�

Amaury�[19]��

คณ ะนั ก วิ จั ย ได น ำ เส น อชุ ด ข อ ง โม เด ล �ELM�

(Ensemble�of�ELM)�ท่ีใชสำหรับพยากรณอนุกรม

เวลา�โดยชุดของโมเดลดังกลาวประกอบดวยโมเดล�

ELM�จำนวนหลายตัวซึ่งในบทความมีการทดสอบผล

ของจำนวนของโมเดลที่ มีตอความแมนยำในการ

พยากรณ �คา ท่ีแตละโมเดลพยากรณ ไดจะนำมา

ค ำน วณ ผ าน วิ ธี เฉ ลี่ ย ถ ว งน้ ำห นั ก � (Weighted�
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average)�เปนคาพยากรณของชุดโมเดล�โดยคาถวง

น้ำหนักน้ีจะปรับเปลี่ยนไปตามคาความผิดพลาดใน

การพยากรณของรอบท่ีผ านมา�คณะนักวิจัย ได

ทดสอบชุดของโมเดลท่ีนำเสนอกับขอมูลอนุกรมเวลา

ท่ีนิ่ ง�(Stationary)�และขอมูลอนุกรมเวลา ท่ีไมนิ่ ง�

(Non-stationary)�ซึ่งไดผลที่ดี�

2010� S.�J.�Pan�and�Q.�Yang�[20]� บทความนี้เปนบทความทางดานการเรียนรูแบบถาย

โอน�(Transfer�learning)�ท่ีถูกอางถึงมากที่สุด�โดยได

ให คำนิย ามศัพทที่ เป น พ้ืนฐาน�Source,�Target,�

Domain,�และ�Task�อธิบายรูปแบบการเรียนรูแบบ

ถายโอนที่ เป น�Inductive�transfer�learning�และ�

Transductive�transfer�learning�อธิบายแนวทางใน

การ เ รียน รู แ บ บถ าย โอ น �4�แน วทาง ได แก �1)�

Transferring�of�Instances��เปนการเลือกขอมูลบาง

ตั ว จ าก �Source�domain�ไป ฝ ก ส อน ท่ี �Target�

domain� โด ย ผ า น ก า ร ก ำห น ด ค า น้ ำ ห นั ก �2)�

Transferring�of�feature�representation�เปนการ

นำจุดเดนของของขอมูลจาก�Source�domain�ไป

ฝ ก ส อ น ที่ � Target� domain� โ ด ย ใ ช � Feature�

function�บ างอ ย า ง � 3)�Transferring�parameter�

เปนการนำคาพารามิ เตอรของโมเดลใน�Source�

domain�ไปปรับใชกั บโมเดล ใน�Target�domain�

แ ล ะ � 4)� Transferring� relational� เป น ก า ร ห า

ความสัมพันธระหวาขอมูลใน�Source�domain�และ�

Target�domain��
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2010� N.�Liu�and�H.�Wang�[21]� คณะนักวิจัยไดนำเสนอการนำโมเดล�ELM�หลายตัว

มาทำงานรวมกันเปนชุด�(Ensemble)�โดยได รวม

ขั้นตอนการเลือกคาน้ำหนักของชั้นอินพุต�(Input�

weight)�และการต รวจสอบความสมเหตุสมผล�

(Validation)�ไวในข้ันตอนการฝกสอนโมเดล�และได

น ำ โม เด ล ไป ท ดส อ บ ด ว ย ก า รจ ำแน ก ข อ มู ล�

(Classification)�ดวยชุดขอมูลท่ีหลากหลายพบวา

โมเดลสามารถทำงานไดเปนอยางดี���

2013� Kasun�Liyanaarachchi,�Zhou�

Hongming,� Huang� Guang-

Bin,�Vong�Chi-Man�[22]��

คณะนักวิจัยไดนำเสนอเทคนิคการเขารหัสอัตโนมัติ�

(Autoencoder)�โดยใชโมเดล �ELM�และใชโมเดล

ดั ง กล า ว �ใน ชั้ น ซ อ น ข อ ง � ELM�แ ท น ก าร สุ ม

คาพารามิเตอร�ซึ่งพบวาโมเดล�ELM�ท่ีใชการเขารหัส

อัตโนมั ติ�(Autoencoder)�ในชั้นซอนแทนการสุ ม

คาพารามิเตอร�สามารถทำงานบนชุดขอมูล�(Data�

set)�MNIST�ไดอยางรวดเร็วและแมนยำ��

2013� Y.�Simmhan�and�M.�U.�Noor�

[23]�

บทความนี้ไดนำเสนอการใชเทคนิคการจัดกลุมขอมูล

แบบเรียน รู เพ่ิมข้ึน�(Incremental�clustering)�ใน

การจัดกลุมผูใชไฟฟา�และนำขอมูลการใชไฟฟาของ

แตละกลุมมาสรางโมเดลพยากรณการใชไฟฟาเฉพาะ

กลุม�นอกจากนี้ในบทความยังไดนำเสนอวิธีการวัด

ความสัมพันธของขอมูลเพ่ือใหจัดกลุมเรียกวา�Affinity�

score�

2014� Pak� Kin� Wong,� Chi� Man�

Vong,�Xiang�Hui�Gao�and�Ka�

In�Wong�[24]�

โมเดล�OS-ELM�จำเปนตองใชขอมูลในการฝกสอน

เริ่มตน�ซึ่งทางคณะนักวิจัยมองวาในการประยุกตใช

งานจริงบางครั้งไมสามารถหาขอมูลฝกสอนเริ่มตนได�
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จึ ง ได พั ฒ น า โม เด ล � Fully�Online�Sequential�

Extreme� Learning� Machine� (FOS-ELM)� ท่ี ไ ม

จำเปนตองใชขอมูลในการฝกสอนเริ่มตน�โดยการต้ัง

คาพารามิเตอรต้ังตนของโมเดลใหเทากับศูนย�และ

ทางคณะนักวิจัยไดนำโมเดล�FOS-ELM�นี้ไปทดสอบ

โดยการจำลองการทำงานของชุดควบคุมอัตราสวน

ของอากาศและเชื้อเพลิงของเคร่ืองยนตโดยเปนการ

ควบคุมแบบปรับตัวได�(Adaptive�Control)���

2015� S.� Scardapane,n� D.�

Comminiello,� M.� Scarpiniti�

and�A.�Uncini�[25]�

คณะนักวิจัยไดนำเสนอการปรับปรุงโมเดล�ELM�โดย

การใช�Kernel�recursive�least�square�และเรียกวา�

Kernel� Online� Sequential� ELM� (KOS-ELM)�ซึ่ ง

ทำใหโมเดล�ELM�ทำงานคลายกับโมเดล�OS-ELM�

ตางกันเพียง�อินพุตของ�KOS-ELM�จะผาน�kernel�

function�กอน�สวนอินพุตของ�OS-ELM�จะคูณกับคา

น้ำหนัก�(weight)�ซึ่งเปนฟงกชนัเชิงเสนกอน�จากการ

ทดลองโมเดล�KOS-ELM�สามารถทำงานจำแนก

ขอมูล�(Classification)�และวิเคราะหการถดถอย�

(Regression)�ของขอมูลไดดีเชนเดียวกับ�OS-ELM�

2016�� Guo,�W.,�Xu,�T.�and�Tang,�K�

[26]��

คณะนักวจิัยไดนำเสนอขอดอยของโมเดล�OS-ELM�ท่ี

ใชวิธีการของกำลังสองต่ำสุด�(Least�square)�ในการ

ค ำนวณค าพ ารามิ เตอ ร �ว า ไม มี ค วามท นทาน�

(Robustness)�ต อ ข อ มู ลที่ มี ค า ผิดป ก ติ �(outlier�

data)�และไดนำเสนอวิธีการคำนวณคาพารามิเตอร

โดยใช �M-estimator�ซึ่ ง ในการค ำน วณจะมี การ

พิจารณาค าความผิดพลาด กับคา ขีด เริ่ม เปลี่ยน�
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(Threshold)�ท่ีต้ังไว�หากคาความผิดพลาดต่ำกวาคา�

Threshold�โมเดลจะคำนวณคาพารามิเตอรตามปกติ�

หากคาความผิดพลาดสูงกวาคา�Threshold�จะถือวา

เปนขอมูลท่ีมคีาผิดปกติและคำนวณพารามิเตอรดวย

วิธีที่แตกตางออกไป�ทำใหโมเดลมีความทานตอขอมูล

ท่ีมีคาผิดปกติ���

2016� J.� Tang,� C.� Deng� and� G.�

Huang�[27]�

คณะนักวิจัยไดนำเสนอการพัฒนาโมเดล�ELM�ท่ีปกติ

จะมีเพียงชั้นซอนเดียวใหมีจำนวนชั้นซอนเพ่ิมมากข้ึน�

สำหรับทำงานกับขอมูลที่มีความไมเปนเชิงเสนเชน�

ขอมูลรูปภาพหรือขอมูลเสียงและเรียกโมเดลนี้วา�

Hierarchical�ELM�(H-ELM)�โด ยในชั้ นซอนจะ ใช

เทคนิคการเขารหัสอัตโนมัติ�(Autoencoder)�สำหรับ

โมเดล�ELM�ซึ่งสามารถทำไดหลายชั้นและจัดเปนการ

เรียนรูแบบไมมีผูฝกสอน�(Unsupervised�learning)�

สวนในชั้นเอาตพุตจะเปนโมเดล�ELM�แบบปกติซ่ึง

เป น ก าร เรีย น รู แบ บ มี ผู ฝ ก ส อ น �(Supervised�

learning)�ทำให โมเดล�H-ELM�สามารถทำงานกับ

ขอมลูท่ีไมเปนเชิงเสนเชนเดียวกับโมเดลเรียนรูเชิงลกึ

ท่ัวไป�(Deep�Learning)�และสามารถเรียนรูไดเร็ว

แบบโมเดล�ELM�

2016� K.� Phurattanaprapin� and� P.�

Horata�[28]�

โมเดล�Hierarchical�ELM�(H-ELM)�ประกอบดวยชั้น

ซอนจำนวนหลายชั้นที่ใชเทคนิคการเขารหัสอัตโนมัติ�

(Autoencoder)�สำหรับโมเดล�ELM�ท่ีเรียนรูแบบไม

มี ผู ฝ ก ส อ น � (Unsupervised� learning)�แ ล ะชั้ น

เอาตพุตท่ีเปนโมเดล�ELM�ซึ่งปกติจะมีเพียงชั้นเดียว�
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เรียนรูแบบมีผูฝกสอน�(Supervised�learning)�ทาง

คณะนักวิจัยไดนำเสนอวิธีการปรับปรุงโมเดล�H-ELM�

ดังกลาว�โดยการเพ่ิมจำนวนชั้น�(layer)�ของสวน

เอาตพุตในโมเดล�H-ELM�เดิม�และเรียกโมเดลใหมนี้

ว า � Extended� Hierarchical� Extreme� Learning�

Machine�(EH-ELM)�โมเดล�EH-ELM�ถูกทดสอบกับ

งานจำแนกขอมูล�(Classification)�ด วยชุ ดขอมูล

ตางๆ�พบวามีความแมนยำสูงกวา�H-ELM�ปกติ��

2017�� Jin-Man� Park�,� Jong-Hwan�

Kim�[29]�

คณ ะนั ก วิ จั ย ได ป รับป รุง โม เด ล �OS-ELM�ให มี

โครงสรางเหมือนโครงขายประสาทเทียมแบบวนซ้ำ�

(Recurrent�artificial�neural�network)�และเรียกวา�

Online� Recurrent� Extreme� Learning� Machine�

(OR-ELM)�กล าวคือ �ใชข อ มูล เอาต พุ ต จากกา ร

พยากรณในรอบท่ีผานมาเปนขอมูลอินพุตสำหรับ

พยากรณในรอบปจจุบันดวยนอกจากนี้ยังไดใชเทคนิค

การเขารหัสอั ต โนมั ติ �(Autoencoder)�ในการต้ั ง

คาพารามิเตอรในช้ันซอนอีกดวย�โมเดล�OR-ELM�ถูก

ทดสอบโดยนำไปพยากรณอนุกรมเวลาของชุดขอมูล�

New-York� city�passenger� แ ล ะพ บ ว า ส าม า รถ

พยากรณไดแมนยำกวาโมเดล�OS-ELM�ปกติ��

2017� Zhang,� H.,� Zhang,� S.� and�

Yin,�Y.�[30]�

การเรียนรูเพ่ิมขึ้นของโมเดล�OS-ELM�จะทำการปรับ

คาพารามิเตอรจากขอมูลท่ีไดรับ�โดยขอมูลสะสมใน

อดีตและขอมูลใหมจะมีผลตอการปรบัคาพารามิเตอร

เทาเทียมกัน�แตเพ่ือใหการปรับตัวทำไดรวดเร็วย่ิงข้ึน

ทางคณะวิจัยจึงไดนำเสนอพารามิเตอรมาตัวหนึ่งซ่ึง
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เรียกวา�Forgetting�factor�โดยพารามิเตอรดังกลาว

จะเปนตัวชวยลดผลของขอมูลสะสมในอดีตตอการ

ปรับคาพารามิเตอรของโมเดลทำใหโมเดลปรบัตัวตาม

ขอมูลใหมไดรวดเร็วมากข้ึน��

2017� Salaken,� S.,� Khosravi,� A.,�

Nguyen,� T.� and� Nahavandi,�

S�[31]��

บทความน้ีไดรวบรวมขอมูลของงานที่ใชการเรียนรู

แบบถายโอน�(Transfer�learning)�กับโมเดล�ELM�

ไดแก�การชดเชยการเลื่อนคา�(Drift)�ของเซนเซอร

จ มูกอิ เล็กทรอ นิกส ,�การจำแนกขอ มูลที่ มี การ

เปลี่ยนแปลง�(Concept�drift),�การระบตุำแหนงดวย

สั ญ ญ าณ �Wi-Fi,�ก า ร รู จ ำ กิ จ ก ร ร ม � (Activity�

recognition)�ของบุคคล,�การทำคอมพิวเตอรวิทศัน�

เปนตน�โดยในแตละงานมีส่ิงหนึ่งท่ีคลายคลึงกันคือ�

ขอมูลจะมีการเปลี่ยนแปลงเลื่อนคา�ดังนั้นการเรียนรู

แบบถ ายโอน�ความรูจากแหลง อ่ืนจะแกปญหา

ดังกลาวได��

2017� W.�Zhu,�W.� Yu,� B.�Kan� and�

G.�Liu�[32]�

บทความนี้นำเสนอการจัดกลุมขอมูลที่ไดจากมาตรวัด

ไฟฟาอัจฉริยะ�(Smart�meter)�เพ่ือแบงลักษณะของ

ผู ใช ไฟ ฟ า ท่ี ใช ขั้ น ต อน วิ ธีที่ เรี ย กวา �Modified�

streaming�k-means�ซึ่ ง เป น วิ ธี จั ด กลุ ม ข อ มู ล ท่ี

สามารถเรียนรูเพ่ิมขึ้นได�(Incremental�clustering)�

พัฒน าตอยอดมาจาก ข้ันตอนวิธี �Streaming�k-

means�โดยจุดท่ีเพ่ิมเติมคือ�การปรับปรุงคากลุมของ

ขอมูล�(Clustering�index)�ในอดีตท่ีเคยจัดกลุมไว

แลวในทุกคร้ังที่มีขอมูลชุดใหมเขามาจัดกลุม�โดยขอดี

ท่ีได รับคือการจัดกลุมจะมีประสิทธิผลดีกวาแบบ�
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ตารางท่ี�2.1�งานวิจัยท่ีเก่ียวของ�(ตอ)�
ป� นักวิจัย� สาระสำคัญ�

Streaming�k-means�ปกติ�แตขอเสียคือมีตนทุนใน

การประมวลผลท่ีสูงข้ึน�

2018� M.�Roy,�S.�K.�Bose,�B.�Kar,�P.�

K.� Gopalakrishnan� and� A.�

Basu�[33]��

คณะนักวิจัยไดนำเสนอการสกัดคุณลักษณะ�(Feature�

extraction)�ของขอมูลเพื่อตรวจสอบความผิดปกติ�

(Anomaly�detection)�โดยการนำโมเดลเขารหัส

อัตโนมัติ�(Autoencoder)�เรียงซอน�(stacked)�เขา

กับโมเดล�OS-ELM�โดยโมเดล�Autoencoder�นี้เปน

โมเดลแบบด้ังเดิมทำการฝกสอนแบบออฟไลนกอน

น ำไป ใช ง าน �โด ยน ำเอ าตพุ ต ของชั้ น ซอน ของ�

Autoencoder�ป อน เปน อินพุตให �OS-ELM�คณ ะ

นักวจิัยไดทดสอบระบบดังกลาวกับชุดขอมูล�NASA�

Bearing�Dataset�พบว าสามารถตรวจสอบความ

ผิดปกติของตลับลูกปนในชุดขอมูลไดเปนอยางด�ี�

2018� Ribeiro,� M.,� Grolinger,� K.,�

ElYamany,�H.,�Higashino,�W.�

and�Capretz,�M.�[34]��

ค ณ ะ นั ก วิ จั ย ได น ำ เส น อขั้ น ต อน วิ ธี ที่ ชื่ อ ว า�

Hephaestus�ซึ่ ง เป นการ เรียนรู แบบถาย โอนใน

รูปแบบ�Inductive�transfer�learning�เหมาะสำหรับ

ขอมูลอนุกรมเวลา�ท่ีนำคาตามฤดูกาล�(Seasonal)�

และคาแนวโนม�(Trend)�ของขอมูลมาพิจารณา�โดย

ขั้ นตอน วิธี�Hephaestus�นี้ ถู กใช ในการทำ�pre-

processing�และ�post-processing�ขอมูล�รวมกับ

โมเดลการเรียนรูของเครื่องแบบใด ก็ได �โดยคณะ

นักวิจัยไดทดสอบวิธีการท่ีนำเสนอน้ีกับการพยากรณ

การใชพลังงานของอาคารโรงเรียนพบวาการใช �

Hephaestus�สามารถ เพ่ิ มค วามแม น ยำ ในก าร

พยากรณไดถึง�11.2%��
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ตารางท่ี�2.1�งานวิจัยท่ีเก่ียวของ�(ตอ)�
ป� นักวิจัย� สาระสำคัญ�

2018� C.�Chen,�B.�Jiang�and�X.�Jin�

[35]�

คณะนักวิจัย ไดนำเสนอการเรียน รูแบบถายโอน�

(Transfer� learning)�ด ว ย แ น วท า ง �Transferring�

parameter�โดยใชโมเดล�ELM�จุดเดนของงานชิ้นนี้

คื อ ก า ร ใ ช � Projection� matrix� เ ชื่ อ ม โ ย ง

คาพารามิเตอรของโมเดลใน�Source�domain�ไปยัง

คาพารามิเตอรของโมเดลใน�Target�domain�โดยจา

การทดลองใหโมเดลจำแนกขอมูล�(Classification)�

พบวาโมเดลที่นำเสนอมีความแมนยำมากกวาโมเดล�

ELM,�Support�vector�machine�(SVM)�ท่ีไมไดทำ

การเรียนรูแบบถายโอน�และยังสูงกวาโมเดลเรียนรู

แบบถายโอน�Geodesic�Flow�Kernel�(GFK),�Max-

Margin�Domain�Transform�(MMDT)�และ�Cross-

Domain�Landmark�Selection�(CDLS)��

�2019� W.� Cao,� Z.� Ming,� Z.� Xu,� J.�

Zhang�and�Q.�Wang�[36]�

โดยปกติคา�Forgetting�factor�ท่ีใชกับโมเดล�OS-

ELM�จะถูกตั้งใหเปนคาคงท่ี�ซึ่งหากปรับต้ังคาไม

เหมาะสมจะทำใหโมเดล มีความผิดพลาดในการ

พยากรณ คาได �ในบทความนี้ คณะนักวิจัย จึงได

น ำ เสนอ วิ ธี กา รป รับค า �Forgetting�factor�โดย

อัตโนมัติตามคาความผิดพลาดในการพยากรณของ

โมเดล�กลาวคือหากโมเดลมีความผิดพลาดในการ

พยากรณมากข้ึนคา�Forgetting�factor�จะลดลงทำ

ใหโมเดลสามารถปรับตัวตามขอมูลชุดใหมไดรวดเร็ว

ขึ้น�ในทางตรงกันขาม�หากโมเดลมีความผิดพลาดใน

การพยากรณลดลงคา�Forgetting�factor�จะสูงข้ึน�

�
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ตารางท่ี�2.1�งานวิจัยท่ีเก่ียวของ�(ตอ)�
ป� นักวิจัย� สาระสำคัญ�

2019� A.� Hammoudeh,�M.� Fraihat�

and�M.�Almomani�[37]��

บทความนี้ ได นำสนอชุ ดของโมเดล �(Ensemble�

model)�ท่ีทำงานแบบเลือกคาของโมเดลแคบางตัวใน

ชุดโมเดลมาพิจารณา�โดยเลือกโมเดลแตละตัวในชุด

โม เด ล เป น ค น ล ะ ช นิ ด ได แ ก � Artificial�neural�

network� (ANN),� Convolution� neural� network�

(CNN),� Support� vector� machine� (SVM)� แ ล ะ�

Random�forecast�(RF)��ใหทำงานรวมกัน�โดยมีตัว�

Selector�ทำหนาท่ีเลือกเอาตพุตของแตละโมเดลวา

จะนำมาพิจารณาเปนคาพยากรณหรือไม�โดยตัว�

Selector�นี้ จะมีผ านการฝกสอนแบบมีผูฝกสอน�

(Supervised�learning)�คณ ะนั ก วิ จัย ได ท ด สอ บ

โมเดลนี้กับงานจำแนกขอมูล�(Classification)�และ

พบวาโมเดลสามารถทำงานไดเปนอยางดี�����

2019� H.� T.� Thu� Thuy,� D.� T.� Anh�

and�V.�T.�Ngoc�Chau�[38]�

บทความนี้นำเสนอการปรับปรุงขั้นตอนวิธีจัดกลุม

ขอมูล�(Clustering)�Leader�algorithm�และต้ังชื่อ

ใหม ว า�Improved�leader�algorithms�(I-Leader)�

เพื่อใชสำหรับขอมูลอนุกรมเวลา�Leader�algorithm�

เปนการจัดกลุมขอมูลท่ีสามารถเรียนรูแบบเพิ่มข้ึน�

(Incremental�clustering)�ซึ่งจะประมวลผลขอมูล

แ ต ล ะ ตั ว เ พี ย ง แ ค ค รั้ ง เ ดี ย ว �(Single�pass)�ไม

จำเปนตองกำหนดจำนวนกลุมไวลวงหนา�แตขอดอย

ของวิธีน้ีคอืขอมูลอาจถูกแบงกลุมออกเปนจำนวนมาก

วิธีการ�กลุมนักวิจัยจึงพัฒนา�I-Leader�ข้ึนมาเพ่ือ

แกไขปญหาดังกลาวทำใหการจัดกลุมขอมูลมีความ

เหมาะสมย่ิงขึ้น�
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จากขอมูลในการทบทวนวรรณกรรมขางตนสามารถจัดกลุมของแนวทางในการปรับปรุงโมเดล�OS-

ELM�ได�4�แนวทางดังตารางที่�2.2��

�

�

ตารางท่ี�2.1�งานวิจัยท่ีเก่ียวของ�(ตอ)�
ป� นักวิจัย� สาระสำคัญ�

2020� Fan�C.,� Sun� Y.,� Xiao�F.,� Ma�

J.,� Lee� D.,� Wang� J.� and�

Tseng�Y.�[39]��

ในบทความนี้ไดนำเสนอการทดลองพยากรณการใช

พลังงานของอาคาร�โดยเปนอาคารเกาที่ไม ไดติดต้ัง

ระบบตรวจวัดและบันทึกการใชพลังงานทำใหมีขอมูล

บางชวงขาดหายไป�และอาคารใหมที่มีระบบตรวจวัด

และบันทึกการใชพลังงานแตมีขอมูลท่ีบันทึกอยูเปน

จำนวนไมมาก�โดยแนวทางการทำการเรียนรูแบบถาย

โอนในงานวิจัยนี้ใชเปน�Transferring�parameter�ซึ่ง

จะเรียกวา�Network-based�transfer�ซึ่งใชงานใน

สองลักษณะคือ�1)�ใชโมเดลที่ฝกสอนจาก�Source�

domain�ซึ่ งเป นโมเดลท่ี มีหลายชั้น �(Multi-layer)�

โดยใหคาพารามิเตอรในชั้นแรกๆ�คงท่ีทำหนาท่ีเปนตัว

สกัดคุณลักษณะ�(Feature�extraction)�ของขอมูล

ส ว นชั้ น สุดท ายน ำมาทำการฝ กสอนและป รับ

คาพารามิเตอรตามขอมูลใน�Target�domain�2)�ใช

พ ารา มิ เต อรข องโม เด ลที่ ฝ กส อนจ าก�Source�

domain�เปนค า เริ่ มต น ในการฝกสอนและป รับ

คาพารามิเตอรตามขอมูลใน�Target�domain�จากผล

การทดลองพบวาทั้งสองลักษณะใหคาความแมนยำ

ใกลเคียงกัน��
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ตารางที�่2.2�สรุปแนวทางการปรับปรุงโมเดล�OS-ELM�
ลำดับ� แนวทางปรับปรุงโมเดล�OS-ELM� บทความ�

1� การทำชุดโมเดล�(Ensemble�model)� [19],�[21],�[37]��

2� การปรับปรุงการฝกสอนเร่ิมตน�(Initial�training)�

-�การเรียนรูแบบถายโอน�(Transfer�learning)�

-�การทำ�Fully�Online�

�

[20],�[31],�[34],�[35],�[39]�

[24]�

3� การสกัดคุณลักษณะ�(Feature�extraction)�

-�การเขารหัสอัตโนมัต�ิ(Autoencoder)�

-�การนำขอมูลอนิพุตผานฟงกชันเคอรเนล�(Kernel)�

-�การแบงกลุมขอมูล�(Clustering)�

�

[22],�[27],�[28],�[33]��

[25]�

[23],�[32],�[38]�

4� การปรับฟงกชันตนทุน�(Cost�function)�

-�การใช�Forgetting�factor�

-�ใชขั้นตอนวิธ�ีM-estimator�

-�การปรับโมเดลใหเปนแบบเวยีนซ้ำ�(Recurrent)�

��

[30],�[36]�

[26]�

[29]�

การนำแนวทางท้ัง�4�ขอขางตนมาใชปรับปรุงโมเดล�OS-ELM�เพื่อพยากรณโหลดไฟฟาระยะส้ันนั้น

มีประเด็นที่ตองกลาวถึงดังตอน้ี��

1)��การทำชุดโมเดล�(Ensemble�model)�จะชวยลดขอผิดพลาดจาการใชโมเดลเพียงแคตัวเดยีว

ในพยากรณ�โดยจะตองมีขั้นตอนวิธีเพื่อประมวลผลขอมูลจากโมเดลแตละตัวใหเปนคาพยากรณรวมของ

โมเดลซึ่งขั้นตอนวิธีนี้จะตองสามารถเรียนรูแบบเพ่ิมขึ้นได�และการใชโมเดลหลายตัวในการพยากรณอาจจะ

เปนการเพ่ิมระยะเวลาในการประมวลผลซึ่งอาจทำใหจุดเดนของ�OS-ELM�หายไป�

2)�การเรียนรูแบบถายโอน�(Transfer�Learning)�จะเปนตัวชวยใหการใชงานโมเดลพยากรณโหลด
ไฟฟามีความสะดวกมากยิ่งข้ึน�เนื่องจากผูใชงานไมจำเปนตองมีขอมูลโหลดไฟฟาของสถานท่ีนั้นๆ�โดย

โมเดลจะถูกฝกสอนเบ้ืองตน�(Pre-trained)�ดวยขอมูลอื่นท่ีคลายกันกอนถูกติดตั้งใชงาน�แตผูใชงานตอง

เลือกขอมูลตัวอยางที่เหมาะสมใกลเคียงกับการใชงานจริงการใชงานจึงจะไดผลดี��
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3)�การทำ�Fully�online�โดยการกำหนดคาเร่ิมตนของพารามิเตอรบางตัวเปนศูนยทำใหไม
จำเปนตองมีการฝกสอนเร่ิมตน�ทำใหชวงเร่ิมตนทำงานโมเดลอาจมีความผิดพลาดในการพยากรณสูงมาก

โดยเฉพาะขอมูลมคีวามซับซอนมาก�

4)�การเขารหัสอัตโนมัติ�(Autoencoder)�เปนตัวชวยในการสกัดคุณลักษณะของขอมูล�(Feature�
extraction)�และเพ่ิมจำนวนชั้นใหกับโมเดลในการประมวลผลของมูลซึ่งจะใหผลลัพธที่ดีกวาการสุม

คาพารามิเตอรของโมเดล�ELM�แบบปกติ�และทำใหโมเดลสามารถพยากรณขอมูลที่มีความสมัพันธกันแบบ

ไมเปนเชงิเสนไดดีขึ้น�โดยวิธีการเขารหัสอัตโนมัตินี้ตองสามารถเรียนรูแบบเพิ่มข้ึนได�

5)�การนำขอมูลอินพุตผานฟงกชันเคอรเนล�(Kernel�function)�จะชวยลดมิติ�(Dimension)�ของ

ขอมลูอินพุตทำใหโมเดลสามารถประมวลผลขอมูลไดงายข้ึน�โดยเฉพาะขอมูลที่มีความสัมพันธแบบไมเปน

เชิงเสน�

6)�การจัดกลุมขอมูล�(Clustering)�เปนวิธีการท่ีนิยมใชในการวิเคราะหขอมูลเพื่อหารูปแบบและจัด
กลุมขอมูลที่มีรูปแบบเหมือนกัน�โดยข้ันตอนวิธีการจัดกลุมขอมูลนี้สามารถเรียนรูแบบเพ่ิมขึ้นได�[5],�[14],�

[20]�ซึ่ งอาจใชเปนตัวสกัดคุณลักษณะของขอมูล�(Feature�extraction)�กอนปอนขอมูลใหกับชุดโมเดล�

OS-ELM�(OS-ELM�Ensemble�model)�ท่ี ท ำง านแบ บ เลื อกค า � (Selection)�ซึ่ งจ ากก ารทบทวน

วรรณกรรมยังไมพบบทความที่ทำการศกึษาโมเดลในลักษณะดังกลาวมากนัก�

7)�การใชคา�Forgetting�factor�จะชวยใหโมเดลปรับตัวไดเร็วขึ้นเม่ือคุณสมบัติทางสถิติของขอมูล
มีการเปลี่ยนแปลง�ซึ่งการเลือกคาพารามิเตอรหรือฟงกชันท่ีใชปรับคาพารามิเตอรดังกลาวหากทำอยางไม

เหมาะสมจะสงผลตอคาความแมนยำในการพยากรณอยางมาก��

8)�การใชข้ันตอนวิธี�M-estimator�เปนการปรับปรุงวิธีการคำนวณคาพารามิเตอรของโมเดลใหมี

ความทนทาน�(Robustness)�ตอขอมูลท่ีมีคาผิดปกติ�(Outlier�data)��

9)�การปรับโมเดลใหมีโครงสรางเปน�Recurrent�เปนการนำขอมูลจากการพยากรณในรอบที่แลว
กลับเขามาเปนอินพตุ�ซึ่งชวยใหโมเดลสามารถจดจำรูปแบบของขอมูลไดในชวงเวลาท่ียาวนานขึ้น��



�

�

บทที่�3�
วิธีดำเนินการ�

�

� ดุษฎีนิพนธนี้นำเสนอวิธีการปรับปรุงโมเดล�Online�Sequential�Extreme�Learning�Machine�

(OS-ELM)�ใหมีความแมนยำมากขึ้นในการพยากรณโหลดโดยใชแนวทางในการปรับปรุง�4�แนวทางดังท่ีได

นำเสนอในบทท่ี�2�ซึ่งสามารถสรุปภาพรวมของการทดลองไดดังตารางท่ี�3.1�ดังนี้�

�

ตารางท่ี�3.1�ภาพรวมของการทดลองในงานวิจัยน้ี�
แนวทางการปรับปรุง� หัวขอที่ทำการทดลอง�

การทำโมเดลชุด��

(Ensemble�Model)�
เปรียบเทียบความแมนยำในการพยากรณโหลดของโมเดลชุดกับโมเดลเด่ียว�

การปรับปรุงการฝกสอน

เร่ิมตน�(Initial�training)�

หารปูแบบที่เหมาะสมของสัญญาณรบกวนแบบสุม�(random�noise)�เพื่อใช

ในการการสังเคราะหขอมูลตัวอยางเพ่ือฝกสอนเริ่มตนใหกับโมเดล�OS-ELM��

การสกัดคุณลักษณะ��

(Feature� extraction)�

ของขอมูลอินพุต�

ทดลองใช วิธีแบงกลุมขอมูลอินพุต�(Clustering)�แลวสงขอมูลอินพุตแตละ

กลุมไปใหโมเดล�OS-ELM�ท่ีถูกฝกสอนใหพยากรณเฉพาะขอมูลกลุมน้ันๆ�

การปรับฟงกชันตนทุน��

(Cost�function)�ของการ

ฝกสอนโมเดล�

ใชการเรียนรูซ้ำบนขอมูลชุดเดิม�(Re-learning)�เพื่อใหโมเดล�OS-ELM�ปรับ

เขากับขอมูลใหมไดดีย่ิงข้ึน�

�

โด ยข อ มู ล ตั ว อ ย า ง ท่ี ใช ใน ก าร ท ดลอ งนี้ มี ชื่ อว า �Hourly�Energy�Consumption�จ าก�

www.kaggle.com�[40]�ซึ่งเปนขอมูลการใชไฟฟารายชั่วโมงในชวงเดือนตุลาคม�พ.ศ.�2547�ถึง�กรกฎาคม�

พ.ศ.�2561�ของรัฐทางชายฝงตะวันออกสหรัฐอเมริกา�ท่ีม�ีPJM�Interconnection�LLC�เปนผูใหบรกิารสง

จายพลังงานไฟฟาใหภูมิภาค�(Regional�Transmission�Operator,�RTO)�ดังกลาว�โดยในขอมูลตัวอยางนี้

มีชุดขอมูลยอยอยู�10�ชุด�ซึ่งแบงตามบรษิัทท่ีรับไฟฟาไปจำหนายใหกับผูใชไฟคือ�AEP,�COMD,�DAYTON,�

DEOK,�DOM,�DUQ,�EKPC,�FE,�NI�และ�PJM�โดย�PJM�เปนขอมูลการใชไฟฟารวมท้ังหมดของ�PJM�

Interconnection�LLC�
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�
รูปที�่3.1�พ้ืนท่ีใหบริการสงจายพลังงานไฟฟาของ�PJM�Interconnection�

��ท่ีมา:�https://www.pjm.com/library/~/media/about-pjm/pjm-zones.ashx�

�

� การพยากรณโหลดท้ังหมดในงานวิจัยนี้เปนการพยากรณโหลดหนึ่งชั่วโมงถัดไปโดยใชขอมูลอินพุต

เปนการใชไฟฟารายชั่วโมงกอนหนาท่ีจะพยากรณเปนเวลา�24�ชั่วโมง�ดังนั้นโมเดลทุกตัวในการทดลองจะมี

โครงสรางแบบ�24�อินพุต�1�เอาตพุต�โดยขอมูลอินพุตจะผานการประมวลผลลวงหนา�(Pre-processing)�

ดังสมการท่ี�3.1�และเอาตพุตท่ีไดจากโมเดลจะผานการประมวลผลภายหลัง�(Post-processing)�ดังสมการ

ท่ี�3.2�จงึไดเปนคาพยากรณโหลดไฟฟา�ขอมูลที่นำมาใชฝกสอนและทดสอบการของโมเดลทำงานดังท่ีกลาว

ขางตนจะถูกจัดเรียงและแบงกลุมใหมเปนคาอินพุตและคาเปาหมาย�(Target)�โดยคาเปาหมายคือคาการใช
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ไฟฟาในแตละชั่วโมงเริ่มตั้งแตชั่วโมงที�่25�และคาอนิพุตของแตละเปาหมายคือคาการใชไฟฟารายชั่วโมง

กอนหนาคาเปาหมายเปนเวลา�24�คาดังแสดงในรูปที่�3.2��

�

�

�

,
1 24

, 1,2, 24
max( , , )

i
i scaled

x i
x x

x   


�� � (3.1)�

�

โดย�

,i scaledx � คือ�คาอินพุตท่ีผานการ�Pre-processing�แลว�

ix � � คือ�คาอินพุตจากชุดขอมูลท่ียังไมผานการ�Pre-processing�

�
, 1 24max( , )i i scaledy y x x   � � � � (3.2)�

โดย�
� � ,i scaledy � คือ�คาเอาตพตุจากโมเดลที่ยังไมผานการ�Post-processing�

� � iy � � คือ�คาเอาตพตุจากโมเดล�

�

� จากสมการที่�3.1�และ�3.2�คาท่ีใชปรบัท้ังขอมูลอินพุตที่ปอนเขาโมเดลและเอาตพุตที่ออกมาจาก

โมเดลคือตัวเดียวกันซ่ึงไดแกคาท่ีสูงท่ีสุดของขอมูลอินพุตทั้ง�24�คาซึ่งในที่นี้จะเรียกวา�scale�value�โดยทำ

การคำนวณที่ขั้นตอน�Pre-processing�และนำไปใชงานท่ีขั้นตอน�Pre-processing�และ�Post-processing�

ของแตละชุดตัวอยาง�ดังรูปที่�3.3��

�
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�
รูปที�่3.2�การจัดเรียงขอมูลใหเปนคาอินพุตและคาเปาหมายเพ่ือใชฝกสอนโมเดล�
�

�

�
รูปที�่3.3�รูปแบบของอินพุตและเอาตพุตสำหรับโมเดลตางๆในงานวิจัยนี�้
�

� การสรางโมเดลเพ่ือพยากรณโหลดและการทดลองตางๆ�ในงานวิจัยนี้ถูกเขียนขึ้นโดยใชภาษาไพ

ทอนเวอรชั่น�3.8�โดยใชโปรแกรม�Spyder�เปนสภาพแวดลอมในการพัฒนาแบบเบ็ดเสร็จ�(Integrated�

Development�Environment:�IDE)�โดยทำงานบนเคร่ืองคอมพิวเตอรท่ีมีหนวยประมวลผลกลาง�Intel�

Core�i5�,หนวยความจำขนาด�8�กิกะไบต�บนระบบปฏิบัติการ�Windows�11�

���
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3.1�การปรับปรุงโมเดล�OS-ELM�ดวยการทำโมเดลชุด�(Ensemble�Model)��
� โมเดลชุด�(Ensemble�Model)�เปนเทคนิคการเพ่ิมความแมนยำในการพยากรณใหกับโมเดลการ

เรียนรูของเคร่ือง�โดยใชโมเดลหลายตัวทำงานรวมกันซึ่งโมเดลเหลาน้ีอาจเปนโมเดลชนิดเดียวกันหรือตาง

ชนิดกันก็ได�และโมเดลเหลานี้จะไดรับการฝกสอนดวยขอมูลตัวอยางที่แตกตางกันเพ่ือใหคาเอาตพุตของแต

ละโมเดลมีความหลากหลาย�คาเอาตพุตสุดทายของโมเดลชุดเกิดจากการนำเอาตพุตของแตละโมเดลไป

ประมวลผลซึ่งอาจใชวิธีการดูคาคำตอบสวนใหญ�(majority�voting)�ในกรณีของการจำแนกประเภท�

(Classification)�หรือคาวิธีเฉล่ียของทุกโมเดล�ในกรณีของการวิเคราะหการถดถอย�(Regression)�ซึ่งสงจะ

ผลใหเอาตพุตรวมของโมเดลชุดมีความแมนยำมากกวาโมเดลเด่ียว��

แตในงานวิจัยนี้เปนการศึกษาพยากรณโหลดดวยโมเดล�OS-ELM�ท่ีทำงานแบบเรียนรูเพ่ิมข้ึน�ซึ่ง

ขอมูลตัวอยางท่ีใชในการฝกสอนโมเดลจะทยอยเขามาครั้งละ�1�ตัวอยาง�ดังนั้นหากใชโมเดลชุดในการ

พยากรณโมเดลยอยทุกตัวในโมเดลชุดจะไดถูกฝกสอนดวยขอมูลชุดเดียวกันซ่ึงอาจสงผลใหเอาตพุตของ

โมเดลยอยแตละตัวไมมีความหลากหลายจนทำใหความแมนยำในการพยากรณของโมเดลชุดอาจจะไม

แตกตางจากโมเดลเด่ียวมากนัก�ดังนั้นการทดลองในหัวขอนี้จึงมีเปาหมายเพ่ือทดสอบวาการใชโมเดลชุดใน

การพยากรณโหลดแบบเรียนรูแบบเพิ่มข้ึนดวยโมเดล�OS-ELM�จะมีความแมนยำมากกวากรใชโมเดลเด่ียว�

OS-ELM�อยางไร�จำนวนโมเดลยอยในโมเดลชุดที่เหมาะสมควรมีจำนวนเทาไร��

การทดลองในหัวขอนี้ใชโมเดล�OS-ELM�เปนโมเดลเด่ียวท่ีมีจำนวน�24�โหนดในชั้นอินพุต,�50�

โหนดในชั้นซอนและ�1�โหนดในชั้นเอาตพุตดังรูปที่�3.4�สวนโมเดลชดุจะใชโมเดล�OS-ELM�ท่ีมีโครงสราง

เหมือนโมเดลเด่ียวดังท่ีกลาวมาแลวจำนวน�n�ตัวมาทำงานรวมกันโดยในการใหคาพยากรณของโมเดลชุดจะ

ใชการนำคาเอาตพุตของโมเดลยอยท้ัง�n�ตัวมาหาคาเฉลี่ยดังรูปท่ี�3.5�ซึ่งในการทดลองนี้จะทดลองหาคา�n�

ท่ีเหมาะสมโดยพิจารณาจากความแมนยำในการพยากรณโหลดและเวลาท่ีใชในการคำนวณคาเอาตพุต�

�
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รูปที�่3.4�โครงสรางของโมเดลเด่ียว�OS-ELM�ท่ีใชในการพยากรณโหลด�

�

รูปที�่3.5�โครงสรางของโมเดลชุด�OS-ELM�ท่ีใชในการพยากรณโหลด�
�

3.2�การปรับปรุงโมเดล�OS-ELM�ดวยการปรับปรุงการฝกสอนเร่ิมตน�(Initial�Training)�
� ดังที่กลาวถึงในบทที่�2�โมเดล�OS-ELM�ตองการขอมูลตัวอยางเพ่ือทำการฝกสอนเริ่มตนกอนท่ี

โมเดลจะสามารถเรียนรูเพ่ิมขึ้นจากขอมูลตัวอยางใหมท่ีรับเขามา�โดยจำนวนของขอมูลตัวอยางท่ีใชสำหรับ

ฝกสอนเริ่มตนนี้จะตองมีไมต่ำกวาจำนวนโหนดในช้ันซอนของโมเดล�OS-ELM�[15]�และจำนวนโหนดในชั้น

ซอนของโมเดล�OS-ELM�สงผลตอความแมนยำในการพยากรณของโมเดล�กลาวคือหากโมเดลมีจำนวน

โหนดในชั้นซอนมากข้ึนโมเดลก็จะมีแนวโนมท่ีจะพยากรณไดแมนยำขึ้น�[15]�จากเหตุผลขางตนทำให
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สามารถกลาวไดวา�หากตองการใหโมเดลมีความแมนยำในการพยากรณมากข้ึนจำเปนจะตองมีขอมูล

ตัวอยางที่ใชฝกสอนเร่ิมตนมากขึ้น�แตมีบางสถานการณท่ีไมสามารถหาขอมูลตัวอยางที่เหมาะสมและ

เพียงพอเพ่ือมาใชฝกสอนเริ่มตนใหกับโมเดล�OS-ELM�ได�เชน�ในพื้นที่ท่ีไมเคยมีการบันทึกขอมูลการใช

พลังงานไฟฟา,�พื้นที่ที่มีการขยายเขตไฟฟาเขาไปใหม�หรืออาคารสรางใหม�ซึ่งเปนขอจำกัดในการใชงาน

โมเดล�OS-ELM�ในการพยากรณโหลด�

� เพื่อแกปญหาดังกลาวนักวิจัยจึงไดนำเสนอวิธีการตางๆ�เชนการเรียนรูแบบถายโอน�(Transfer�

Learning)�[20]�ซึ่งใชขอมูลตัวอยางจากแหลงอ่ืนมาฝกสอนเริ่มตนใหโมเดล�OS-ELM�แตการเลือกขอมูล

เริ่มตนที่มีลักษณะเหมือนกับจุดท่ีจะใชงานยังเปนเรื่องท่ียาก�นักวิจัยบางทานไดนำเสนอโมเดล�Fully�

Online�Sequential�Extreme�Learning�Machine�(FOS-ELM)�[24]�ซึ่ง เปนการปรับโมเดล�OS-ELM�

โดยทำใหไมจำเปนตองใชขอมูลตัวอยางสำหรับเรียนรูเริ่มตน�แตโมเดลดังกลาวยังใหคาความผิดพลาดในการ

พยากรณสูงในชวงเริ่มตนเนื่องจากการทำงานในชวงเริ่มตนเสมือนกับการใชขอมูลตัวอยางที่มีคาอินพุตและ

เปาหมายเทากับศูนยมาใชฝกสอน��

ดังนั้นงานวิจัยนี้จึงไดนำเสนออีกวิธีหนึ่งในการใชงานโมเดล�OS-ELM�โดยไมตองจัดหาขอมูล

ตัวอยางในการฝกสอนเร่ิมตน�ซึ่งวิธีที่จะนำเสนอน้ีไดรับแนวคิดมาจากการสรางขอมูลตัวอยางเสริม�(Data�

Augmentation)�ในการฝกสอนโมเดลเรียนรูเชิงลึก�(Deep�Learning�Model)�โดยการรบัขอมูลตัวอยาง

จากการทำงานจริงมา�1�ชุดแลวใชคาสัญญาณรบกวนแบบสุม�(Random�Noise)�บวกเขาไปกับขอมูล

ตัวอยางดังกลาวเพื่อเพิ่มจำนวนขอมูลตัวอยางใหมีมากพอที่จะใชฝกสอนเริ่มตนใหโมเดล�OS-ELM�ขั้นตอน

ดังกลาวแสดงดวยผังงาน�(Flowchart)�ดังรูปที่�3.6���

�
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รูปที�่3.6�ผังงานของการสรางขอมูลตัวอยางสำหรับฝกสอนเริ่มตนใหโมเดล�OS-ELM�

� �
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การสรางขอมูลตัวอยางตามผงังานในรูปท่ี�3.6�สามารถอธิบายไดดังน้ี�

� รับขอมูลตัวอยางจากสถานการณจริงจำนวน�1�ตัวอยาง�(ท้ังคาอนิพุตและคาเปาหมาย),�กำหนดมิติ

ของขอมูลตัวอยางซึ่งในท่ีน้ีเทากับ�25�(อินพุต�24�คาและเปาหมาย�1�คา),�กำหนดจำนวนขอมูล

ตัวอยางท่ีตองการซึ่งตองมากกวาหรือเทากบัจำนวนโหนดในชั้นซอนของโมเดล�OS-ELM�ซึ่งในที่

เลือกเปน�50�ตัวอยาง,�กำหนดฟงกชันแจกแจงความนาจะเปน�(Probability�density�function,�

R(x))�ท่ีใชสำหรับสรางคาสญัญาณรบกวน,�กำหนดคาระดับของสัญญาณรบกวนท่ีจะใชงาน�(มีคา

ระหวาง�0-1)�

� วนลูปเพ่ือสรางขอมูลตัวอยางตามขนาดมิติท่ีตองการและตามจำนวนที่ตองการ�โดย�

� สุมคาสัญญาณรบกวนที่มีขนาดระหวาง�0-1�

� สรางขอมูลตัวอยางแตละมิติของแตละตัวอยางโดย�นำคาสัญญาณรบกวนท่ีสุมไดคูณกับขนาด

สัญญาณรบกวนท่ีตองการและคูณกับขอมูลจริงแลวนำคาที่ไดบวกเขากับขอมูลจริงอีกครั้ง�

� หลังจากสรางขอมูลตัวอยางครบแลวจึงจัดรูปใหเปนคาอินพุตและคาเปาหมายเพื่อใชฝกสอนโมเดล�

OS-ELM�ตอไป�

โดยในการทดลองนี้จะทำการศึกษารูปแบบของฟงกชันแจกแจงความนาจะเปน�(Probability�density�

function)�และคาระดบัของสัญญาณรบกวนที่เหมาะสมในการสรางขอมูลตัวอยางเพ่ือใชฝกสอนโมเดล�OS-

ELM�เพื่อลดคาความผิดพลาดในการพยากรณโหลด�

3.3�การปรับปรุงโมเดล�OS-ELM�ดวยการสกัดคุณลักษณะ�(Features�Extraction)�ของขอมูลอินพุต�
� ในหัวขอนี้จะประยุกตใชแนวคิดการสกัดคุณลกัษณะและแบงกลุมขอมูลอินพุต�โดยโมเดล�OS-ELM�

แตละตัวจะ”รับผิดชอบ”การพยากรณขอมูลอินพุตแตละรูปแบบซึ่งเรียกวา�Template�ตามท่ีไดแบงกลุมไว�

ซึ่งโมเดล�OS-ELM�แตละตัวจะมีความแมนยำในการพยากรณขอมูลในแตละ�template�ท่ีไดเรียนรู�และ

เม่ือนำโมเดล�OS-ELM�แตละตัวมาทำงานรวมกันก็จะสามารถพยากรณขอมูลไดอยางแมนยำในหลากหลาย

รูปแบบ�ขั้นตอนวิธีที่นำเสนอในหัวขอน้ีช่ือวา�Similarity�Based�Ensemble�OS-ELM�โดยหลักการทำงาน

สามารถอธิบายไดดวยไดอะแกรมดังรปูท่ี�3.7�และข้ันตอนวิธี�(algorithm)�ในรูปที่�3.8��



46�

�

�

รูปที�่3.7�ไดอะแกรมแสดงการทำงานของ�Similarity�Based�Ensemble�OS-ELM�

ดังรูปท่ี�3.7�ขอมูลอินพุตท่ีรับเขามาจะทำถกูเปรยีบเทียบกับแตละ�template�โดยใช�Similarity�

Function�หากขอมูลอินพุตมีลักษณะคลายกบั�template�ใดโมเดล�OS-ELM�ท่ีรบัผิดชอบ�template�น้ัน

ก็จะรับขอมูลอินพุตเขามาเพื่อพยากรณโดยจำนวนโมเดลที่ทำการพยากรณในแตละคร้ังอาจจะมีมากกวา�1�

ตัว�ดังนั้นคาพยากรณจากทุกโมเดลจึงถูกสงไปคำนวณคาเฉลี่ยเพื่อเปนคาพยากรณสุดทายของโมเดลรวม�ซ่ึง

ในทุกรอบท่ีทำงานจะมีการปรับคา�template�เพื่อใหโมเดลสามารถปรับตัวไดตามขอมูลอินพุตท่ีอาจมีการ

เปลี่ยนแปลง�และโมเดล�OS-ELM�แตละตัวยังเรยีนรูเพ่ิมข้ึนจากขอมูลตัวอยางท่ีรับเขามาไดอีก��

� �
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Similarity�Based�Ensemble�OS-ELM�Algorithm�

1� ##�Create�load�profile�templates�from�samples�data�template�##�

2� ##�Train�each�OS-ELM�model�by�each�template�##�

3� ���for�i�in�range�number-of-template:�
4� �������template[i]�=�sample�[�i:�i�+�number-of-template]�
5� �������train�FOS-ELM[i]�by�template[i]�
6� ���end�for��
7� ##�Compare�incoming�data�with�each�template�##�

8� ##�Use�model(s)�which�high�similarity�to�forecast�and�update�template�##��

9� ���while�receiving�data:���
10� �������k=0,�max-similar-value=0,�max-similar-template=0�
11� ���� for�j�in�range�number-of-template:�
12� ���������similarity�=�similarity-function�(data,�template[j])�
13� ������� �if�similarity�>�threshold:����
14� ������������forecast�[k]�=�output-from-FOS-ELM[j]��
15� ������������if�similarity�>�max-similar-value:�
16� ���������������max-similar-value�=�similarity�
17� ������������� max-similar-template�=�j�
18� ����������� end�if�
19� ���������� k�=�k+1�
20� ���������end�if�
21� ������end�for�
22� ������template[max-similar-template]�=�received�data�
23� ������return�mean(forecast)�
24� ���end�while�

รูปที�่3.8�ข้ันตอนวิธี�(Algorithm)�ของ�Similarity�Based�Ensemble�OS-ELM��

� �
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รูปท่ี�3.8�เปนข้ันตอนวิธีของการทำ�Similarity�Based�Ensemble�OS-ELM�ท่ีนำเสนอซึ่งสามารถ

อธิบายไดดังนี�้

� ในบรรทัดที�่3-6�เปนการสรางขอมูลโหลดที่เปน�Template�เปนจำนวนตามท่ีผูใชงานกำหนด�โดย

ขอมูลแตละ�Template�จะนำไปฝกสอนโมเดล�FOS-ELM�แตละตัวท่ีจะทำหนาท่ีพยากรณเม่ือ

ขอมูลอินพุตมีลักษณะใกลเคียงกับ�Template�ของตน�

� บรรทัดท่ี�10�เปนการกำหนดคาต้ังตนใหตัวแปรตางๆ�ที่จะใชงานในแตละขอมูลอินพุต��

� บรรทัดที่ �11-12�เปนการนำคาอินพุตมาเปรียบเทียบกับขอมูลในแตละ�template�โดยใช �

similarity-function�ท่ีใหคาเอาตพตุเปน�similarity�ท่ีมีคาระหวาง�0�ถึง�ซ่ึง�1�หมายถึงอินพุตและ�

template�เหมือนกัน�100%�โดย�similarity-function�ท่ีใชในท่ีนี้ คือฟงก ชันเรเดียลเบสิสดัง

สมการท่ี�3.3�ซึ่งคา�similarity�จะมีความสัมพันธกับระยะหางบนปริภูมิระหวางขอมูลอินพุตกับ�

template�ดังรูปที่�3.9�

��
data-templatesimilarity = e ��������������������������������������������������(3.3)�

� บรรทัดที่�13-14�เปนการเลือกโมเดลท่ีจะพยากรณตามคา�similarity�กลาวคือโมเดลที่รับผิดชอบ�

template�ท่ีมีคา�similarity�สูงวาคา�threshold�จะถูกนำมาใชพยากรณ�โดยคา�threshold�นี้

ผูใชงานจะเปนคนกำหนด�โดยการทดลองในหัวขอนี้เปนการหาคา�threshold�ท่ีเหมาะสมในการ

ใชงาน�

� บรรทัดท่ี�15-18�เปนคนหา�template�ท่ีมีคา�similarity�สูงท่ีสุด�

� บรรทัดท่ี�22�เปนการปรับคา�template�ท่ีมีคา�similarity�สูงท่ีสุด�โดยปรับใหเทากับอินพุตนั้นๆ�

เพื่อใหโมเดลมีการปรับตัวไดตามคาอินพุตใหมๆ �ท่ีรับเขามา�

� บรรทัดที่�23�เปนการใหคาเอาตพุตสุดทายของการพยากรณซึ่งจะเทากับคาเฉล่ียของเอาตพุตของ

ทุกโมเดลท่ีถูกใชพยากรณ�
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รูปที�่3.9�ความสัมพันธระหวางคา�similarity�กับระยะหางระยะหางบนปริภูมิระหวางขอมูลอินพุตกับ�

template�

3.4�การปรับปรุงโมเดล�OS-ELM�ดวยการปรับฟงกชันตนทุน�(Cost�Function)�
� โมเดล�OS-ELM�ใชฟงกชันตนทุนเปนการคำนวณลักษณะเดียวกับการวนซ้ำของวิธีกำลังสองต่ำ

ท่ีสุด�(Recursive�Least�Square)�เพื่อเรียนรูแบบเพิ่มข้ึนดังที่กลาวแลวในบทท่ี�2�ซึ่งในหัวขอนี้จะนำเสนอ

วิธีการปรับปรุงการใชฟงกชันตนทุนดังกลาวเพ่ือใหโมเดลสามารถพยากรณไดแมนยำมากขึ้น�โดยการทำให

โมเดลเรียนรูเพ่ิมข้ึนจากขอมูลใหมท่ีรับเขามามากกวาหนึ่งคร้ัง�ซึ่งเรียกวิธีดังกลาววาการเรียนซ้ำ�(Re-

learning)�ดวยวธิีการดังกลาวเสมือนวาโมเดลไดให�“น้ำหนัก”�กับขอมูลตัวอยางท่ีรับเขามาใหมมากขึ้นจึง

สามารถปรับคาพารามิเตอรของโมเดลใหเขากับแนวโนมของขอมูลใหมๆ�ไดรวดเร็วยิ่งข้ึนทำใหคาความ

ผิดพลาดในการพยากรณลดลงได�รายละเอียดของวิธีการเรียนซ้ำดังกลาวสามารถอธิบายไดดังผังงานในรูปท่ี�

3.10�โดยเริ่มจาการกำหนดคา�re-learn-time�ซึ่งเปนจำนวนรอบท่ีโมเดลจะเรียนรูซ้ำจากชุดขอมูลเดิม�

จากนั้นโมเดลจะรอรับคาขอมูลตัวอยางถัดไป�ซึ่งจะประกอบดวยขอมูลอินพุตและคาเปาหมายที่ตองการ

พยากรณ�และเรียนรูซ้ำตามจำนวนรอบที่กำหนดไว�ซึ่งในหัวขอน้ีจะทดลองเพื่อหาคาจำนวนรอบการเรียนรู

ซ้ำท่ีเหมาะสม���
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รูปที�่3.10�ผังการทำงาน�(flowchart)�ของการทำ�re-learning�



�

�

บทที่�4��
วิเคราะหผลการทดลอง�

�
ในบทนี้จะกลาวถึงผลการทดลองและการวิเคราะหผลการทดลองท้ัง�4�การทดลอง�เพ่ือปรับปรุง

ความแมนยำในการพยากรณโหลดดวยโมเดล�OS-ELM�ซึ่งรายละเอียดของการทดลองไดอธิบายไวในบทที�่

3�โดยการทดลองทั้ง�4�การทดลองมีดังน้ี�

1)� การทำโมเดลชุด�(Ensemble�Model)�

2)� การปรับปรุงการฝกสอนเริ่มตน�(Initial�Training)�
3)� การพยากรณตามลักษณะของขอมูลอินพุตดวยวิธ�ีSimilarity�Based�Ensemble�OS-

ELM�

4)� การเรียนรูซ้ำ�(Re-Learning)�
ชุดขอมูลท่ีใชในการทดลองคือ�Hourly�Energy�Consumption�จาก�www.kaggle.com�ซึ่งไดกลาวไวแลว

ในบทที่�3�เชนกนั�โดยทุการทดลองจะใหโมเดล�OS-ELM�ทำการพยากรณโหลดของชั่วโมงถัดไปโดยใช

อินพุตเปนขอมูลโหลดยอนหลัง�24�ชั่วโมง�ผลการทดลองและการวิเคราะหผลการทดลองท้ัง�4�การทดลอง

มีรายละเอียดดังนี้�

4.1�การทำโมเดลชุด�(Ensemble�Model)�
� การทดลองน้ีเปนการเปรียบเทียบการใชโมเดล�OS-ELM�แบบชุด�(Ensemble�OS-ELM)�กับโมเดล�

OS-ELM�แบบเด่ียวในการพยากรณโหลด�โดยโมเดลแบบชุดไดใชโมเดลยอยจำนวน�5,�10,�50�และ�100�

โมเดล�เอาตพุตท่ีไดจากแตละโมเดลยอยจะนำมาหาคาเฉล่ียเพื่อเปนคาพยากรณโหลด�ขอมูลท่ีใชในการ

ทดลองเปนชุดขอมูลโหลดท้ัง�9�แหงใน�Hourly�Energy�Consumption�โดยฝกสอนเริ่มตนใหโมเดลดวย

ขอมลูตัวอยาง�50�ชุดแรกของแตละชดุขอมูลและใหโมเดลพยากรณโหลดรายชั่วโมงจำนวน�8,760�ชั่วโมง

หรือคิดเปนเวลา�1�ป�พรอมท้ังเรียนรูเพ่ิมข้ึนทุกครั้งท่ีพยากรณ�ดัชนทีี่ใชในการประเมินคาความผิดพลาดใน

การพยากรณคือ�คารอยละความคลาดเคลื่อนสัมบูรณเฉลี่ย�(Mean�Absolute�Percentage�Error,�MAPE)�

ดังสมการที�่4.1�และผลการทดลองดังตารางที่�4.1�ดังนี้�

�
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�

actual-forecast
MAPE= 100

actual
 �����������������������������������������(4.1)�

�

�

�

ตารางท่ี�4.1�คาความผิดพลาดในการพยารกรณโหลดของโมเดลเด่ียวและโมเดลชุด�

Dataset�

MAPE�of�Load�forecasting�

Single�model�
Number�of�sub-models�in�ensemble�model�

5� 10� 50� 100�

AEP� 1.39� 1.27� 1.24� 1.24� 1.23�

COMED� 1.23� 1.10� 1.07� 1.06� 1.06�

DAYTON� 1.64� 1.56� 1.52� 1.50� 1.50�

DEOK� 1.38� 1.34� 1.31� 1.30� 1.30�

DOM� 1.70� 1.60� 1.58� 1.57� 1.56�

DUQ� 1.88� 1.84� 1.8� 1.80� 1.80�

EKPC� 2.54� 2.42� 2.4� 2.38� 2.38�

FE� 1.51� 1.46� 1.43� 1.42� 1.42�

NI� 1.61� 1.42� 1.38� 1.37� 1.36�

Average� 1.65� 1.56� 1.53� 1.52� 1.51�

�

�
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รูปที�่4.1�คา�MAPE�เฉลี่ยในการพยากรณโหลดของโมเดลชดุ�

� จากผลการทดลองขางตนพบไดวาการใช�OS-ELM�แบบ�ensemble�สามารถลดความผดิพลาดใน

การพยากรณลงได�5-8%�เม่ือเทียบกับการใช�OS-ELM�แบบ�single�model�เนื่องจากเอาตพุตของโมเดล�

OS-ELM�เปนผลรวมเชิงเสนของคาคุณลักษณะแบบสุมที่ไมเปนเชิงเสน�(Linear�combination�of�non-

linear�random�features)�กลาวคือ�เปนโมเดลท่ีใชช้ันซอนเดียวและคาน้ำหนกัในชั้นซอนยังถูกกำหนดโดย

การสุมคา�สวนชั้นเอาตพุตใชวิธีการเดียวกันกับการถดถอยเชิงเสน�(Linear�Regression)�ซึ่งคาน้ำหนักท่ีสุม

มานี้อาจสงผลใหคาพยากรณบางจุดไมแมนยำได�แตเม่ือใชหลายๆ�โมเดลทำงานรวมกันจะสงผลใหคาความ

ผิดพลาดของแตละโมเดลชดเชยกันจนความแมนยำในการพยากรณสูงข้ึนได�สามารถอธิบายไดดังสมการ

ตอไปน้ี�

ในกรณีใชโมเดลเด่ียวคาการพยากรณโหลดแตละคาจะเปนดังนี�้�

forecast = true +  �� � � ��� � ���(4.2)�

โดย�

forecast � คือ�� คาพยากรณ�(เอาตพุตจากโมเดล)�

true � � คือ� คาโหลดจริงที่โมเดลตองการพยากรณใหถูกตอง�

 � � คือ�� ความผิดพลาดท่ีคงเหลือ�(residual)�
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โดยปกติคาความผิดพลาดคงเหลือ�(Residual)�นี้ไดมาจากขั้นตอนการฝกสอนโมเดลดวยชดุขอมูล

ตัวอยาง�ซึ่งจะไมเทากับศูนยและจะมีการกระจายตัวแบบปกติ�(Normal�distribution)�สวนในกรณีใช

โมเดลชุด�(ensemble�model)�คาการพยากรณโหลดแตละคาจะเปนดังนี้��

��
1

trueforecast =
n

n

i n




 �� � � � � �

���
1

forecast = true
n

n

i n




 �� �������������� ���������� �����(4.3)�

โดย�

���� � คือ�� จำนวนโมเดลในโมเดลชุด�

จากสมการที�่4.3�พจน���
1

n
n

i n



 ���หมายถึงคาเฉลี่ยของความผิดพลาดคงเหลือในการพยากรณ�ซึ่ง

คาดังกลาวมีการกระจายตัวแบบปกติ� (Normal�distribution)� ดังนั้นคาเฉล่ียของความผิดพลาดคงเหลือจะ

มีคาใกลเคียงศูนย�ทำใหคาการพยากรณของโมเดลชุด�(ensemble�model)�ตามสมการท่ี�4.3�ใกลเคยีงคา

จริงมากกวาคาการพยากรณของโมเดลเดี่ยวตามสมการที่�4.2��

�

4.2�การปรับปรุงการฝกสอนเริ่มตน�
� การทดลองนี้เปนการศึกษารูปแบบท่ีเหมาะสมของสัญญาณรบกวนแบบสุม�(Random�noise)�ท่ีใช

เพื่อสรางขอมูลตัวอยางสำหรับฝกสอนโมเดล�OS-ELM�ตามท่ีไดกลาวถึงแลวในหัวขอ�3.2�โดยรูปแบบของ

สัญญาณรบกวนท่ีทำการศึกษาทดลองมีสองประเด็นไดแก��

1)� ฟงกชันการกระจายตัวของความนาจะเปน�(Probability�density�function)�ท่ีใชในการสราง
สัญญาณรบกวน�ซึ่งในการทดลองนี้ใชการกระจายตัวแบบสม่ำเสมอ�(Uniform�distribution)�

และการกระจายตัวแบบเกาสเซียน�(Gaussian�distribution)�และปรับคาเบ่ียงเบนมาตรฐาน

เปน�1,�0.5�และ�0.1�ดังรูปที่�4.2�โดยเลือกคาขนาดสูงสุดของสัญญาณรบกวนที่มีโอกาส

เกิดข้ึน�(noise�level)�เปน�10%�

2)� ขนาดสูงสุดของสัญญาณรบกวนที่ใช�โดยเลือกใชฟงก ชันการกระจายตัวแบบสม่ำเสมอ�

(Uniform�distribution)�และปรับคาขนาดสูงสดุของสัญญาณรบกวนท่ีมีโอกาสเกิดข้ึน�(noise�

level)�เปน�1%,�5%,�10%�และ�20%�ของขอมูลจรงิที่นำมาสรางเปนขอมูลใหม�
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รูปที�่4.2�ฟงกชันการกระจายของความนาจะเปน�(Probability�density�function)�ท่ีใชในการทดลอง�

การทดลองทั้งสองหัวขอใชชุดขอมูลที่ใชในการทดลองเปนชุดขอมูลโหลดท้ัง�9�แหงใน�Hourly�

Energy�Consumption�โดยใชวิธีการดังรูปท่ี�3.6�สรางขอมูลตัวอยางจำนวน�50�ชุดมาฝกสอนเริ่มตนใหกับ

โมเดล�OS-ELM�และใหโมเดลทำการพยากรณโหลดและเรียนรูเพิ่มข้ึนเปนเวลาเพียง�72�ชั่วโมงเพ่ือดูความ

แมนยำในการพยากรณเพียงแคชวงเร่ิมตนทำงานและเปรียบเทียบกับการใชโมเดล�FOS-ELM�ซึ่งเปนโมเดล

ท่ีไมตองการขอมูลตัวอยางในการฝกสอนเริ่มตน�ดัชนีท่ีใชในการประเมินคาความผิดพลาดในการพยากรณ

คือ�คารอยละความคลาดเคลื่อนสัมบูรณเฉลี่ย�(Mean�Absolute�Percentage�Error,�MAPE)�ดังสมการที�่

4.1�และผลการทดลองดังตารางที่�4.2�และ�4.3�ดังนี้�

�

�

�

�

�
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ตารางท่ี�4.2�ผลการทดลองใชฟงกชันการกระจายตัวของความนาจะเปน�(Probability�density�function)��
แบบตางๆ�

Dataset�

MAPE�เม่ือใช�Probability�density�function�แบบตางๆ�ในการสราง�noise�

Uniform�
Gaussian�

with�std.=0.1�

Gaussian�

with�std.=0.5�

Gaussian�

with�std.=1�

AEP� 2.03� 1.95� 2.11� 2.44�

COMED� 1.61� 1.47� 1.80� 2.19�

DAYTON� 2.73� 2.80� 2.65� 2.89�

DEOK� 1.99� 1.83� 2.21� 2.52�

DOM� 1.99� 2.07� 1.95� 2.36�

DUQ� 2.53� 3.10� 2.44� 2.44�

EKPC� 3.67� 4.37� 3.13� 2.93�

FE� 2.31� 2.67� 2.38� 2.57�

NI� 1.63� 1.70� 1.61� 1.92�

Average� 2.28� 2.44� 2.25� 2.47�

�

� จากผลการทดลองในตารางท่ี�4.2�พบวาการสุมสัญญาณรบกวนโดยใชฟงกชันการกระจายตัวของ

ความนาจะเปน�(Probability�density�function,�PDF)�แบบเกาสเซียน�(Gaussian)�มาสรางขอมูลตัวอยาง

เพื่อฝกสอนเร่ิมตนใหกับโมเดล�OS-ELM�จะทำใหโมเดลมีความผิดพลาดในการพยากรณต่ำท่ีสุด�แตการใช�

PDF�แบบ�Gaussian�น้ันตองเลือกคาสวนเบ่ียงเบนมาตรฐาน�(Standard�deviation,�std.)�ท่ีเหมาะสม�ซึ่ง

ในการทดลองนี้พบวาหากเลอืกใชคา�std.�เทากบั�0.5�จะใหคาความผิดพลาดในการพยากรณต่ำท่ีสุด��และ

หากเลือกใชคา�std.�สูงเกินไปหรือต่ำเกินไปซึ่งในการทดลองนี้มีคาเทากับ�1�และ�0.1�ตามลำดับจะพบวาคา

ความผิดพลาดในการพยากรณจะสูงข้ึน�เนื่องจากการใชคา�std.�สูงเกินไปจะทำใหขอมูลตัวอยางที่ใช

ฝกสอนเริ่มตนมีคาผิดไปจากขอมูลเดิมอยางมากจนโมเดลไมสามารถเรียนรูไดอยางถูกตองซึ่งเปนปญหา�

under-fit�สวนการเลือกคา�std.�ต่ำเกินไปจะทำใหขอมูลตัวอยางท่ีใชฝกสอนเร่ิมตนมีลักษณะคลายกัน

ท้ังหมดจนสงผลใหโมเดลเกิดปญหา�over-fit�ในการเรียนรู�สวนการใช�PDF�แบบ�uniform�นั้นใหคาความ

ผิดพลาดสงูกวาการใช�Gaussian�ท่ีมีคา�std.�0.5�เพียงเล็กนอยและจุดเดนของการใช�PDF�แบบ�uniform�

คือไมตองกังวลในการเลือกคา�std.�ท่ีเหมาะสม�
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ตารางท่ี�4.3�ผลการทดลองปรับขนาดสูงสุดของสญัญาณรบกวน�(Noise�level)�ท่ีใช�
Dataset� Method� %�Noise� MAPE� � Dataset� Method� %�Noise� MAPE��

AEP�

FOS-ELM� N/A� 2.18� �

DUQ�

FOS-ELM� N/A� 3.46�

OS-ELM�

(Proposed)�

1� 2.04� �

OS-ELM�

(Proposed)�

1� 3.43�

5� 1.95� � 5� 2.75�

10� 2.03� � 10� 2.53�

20� 2.13� � 20� 2.45�

COMED�

FOS-ELM� N/A� 1.86� �

EKPC�

FOS-ELM� N/A� 4.83�

OS-ELM�

(Proposed)�

1� 1.49� �

OS-ELM�

(Proposed)�

1� 3.85�

5� 1.48� � 5� 3.68�

10� 1.61� � 10� 3.67�

20� 1.87� � 20� 3.58�

DAYTON�

FOS-ELM� N/A� 2.96� �

FE�

FOS-ELM� N/A� 2.77�

OS-ELM�

(Proposed)�

1� 2.85� �

OS-ELM�

(Proposed)�

1� 2.78�

5� 2.76� � 5� 2.54�

10� 2.73� � 10� 2.31�

20� 2.7� � 20� 2.43�

DEOK�

FOS-ELM� N/A� 2.08� �

NI�

FOS-ELM� N/A� 1.60�

OS-ELM�

(Proposed)�

1� 1.84� �

OS-ELM�

(Proposed)�

1� 1.58�

5� 1.77� � 5� 1.56�

10� 1.99� � 10� 1.63�

20� 2.18� � 20� 1.69�

DOM�

FOS-ELM� N/A� 2.43� �

Average�

FOS-ELM� N/A� 2.69�

OS-ELM�

(Proposed)�

1� 2.08� �

OS-ELM�

(Proposed)�

1� 2.44�

5� 2.01� � 5� 2.28�

10� 1.99� � 10� 2.28�

20� 2.06� � 20� 2.34�
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� จากตารางที่ �4.3�การสุมสัญญาณรบกวนโดยใชฟงกชันการกระจายตัวของความนาจะเปน�

(Probability�density�function,�PDF)�แบบสม่ำเสมอ�(Uniform)�มาสรางขอมูลตัวอยางเพ่ือฝกสอน

เริ่มตนใหกับโมเดล�OS-ELM�โดยเลือกขนาดสูงสุดของสัญญาณรบกวน�(Noise�level)�1%�ถึง�20%�คา

ความผิดพลาดในการพยากรณก็ยังคงต่ำกวาการใชโมเดล�FOS-ELM�ซึ่งเปนโมเดลที่ทำงานไดโดยไมตองใช

ขอมลูตัวอยางสำหรับฝกสอนเริ่มตน�จาการทดลองพบวาคา�Noise�level�ท่ีทำใหคาความผิดพลาดในการ

พยากรณต่ำท่ีสุดคือ�5%�และ�10%�ซึ่งการเลือกคา�Noise�level�ท่ีต่ำเกินไปจะทำใหขอมูลตัวอยางท่ีไดมี

ลักษณะคลายกันทำใหโมเดลเกิดปญหา�over-fit�และหากเลือกคา�Nosie�level�ท่ีสูงเกินไปจะทำใหขอมูล

ตัวอยางที่ไดผิดไปจากขอมูลเดิมอยางมากจนโมเดลไมสามารถเรียนรูไดอยางถูกตอง��

� จากผลการทดลองปรับรูปแบบของฟงก ชันการกระจายตัวของความนาจะเปน�(Probability�

density�function,�PDF)�ท่ีใชสรางขอมูลตัวอยางสำหรับฝกสอนเริ่มตน�ทั้งในตารางท่ี�4.2�และ�4.3�พบวา

การใชขอมูลตัวอยางสังเคราะหชวยลดความผิดพลาดในการพยากรณไดมากกวา�10%�เม่ือเทียบกับการใช

โมเดล�FOS-ELM�และพบวาการใช�PDF�แบบเกาสเซียน�(Gaussian)�ท่ีมีคาสวนเบ่ียงเบนมาตรฐานเทากับ�

0.5�ใหคาความผิดพลาดในการพยากรณตำ่ที่สุด�รองลงมาคือการเลือกใช�PDF�แบบสม่ำเสมอ�(uniform)�ท่ี

มีขนาดสูงสุดของสัญญาณรบกวน�(Noise�level)�5%�-10%�ซึ่งมีคาความผิดพลาดในการพยากรณไม

แตกตางกันมากนัก�หากสังเกตขอมลูในผลการทดลองจะพบการเลือกใช�PDF�แบบสม่ำเสมอ�(uniform)�จะ

สามารถปรับคา�noise�level�ไดกวางโดยสงผลกระทบตอคาความแมนยำในการพยารกณไมมาก�หรือกลาว

ไดวาการใช�PDF�แบบสม่ำเสมอ�(uniform)�จะมีความทนทาน�(Robust)�ตอการปรับคาพารามิเตอร

มากกวาการใช�PDF�แบบเกาสเซียน�(Gaussian)��

�
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รูปที�่4.3�Load�profile�ท่ีสรางขึ้นเพ่ือใชเปนขอมูลตัวอยางสำหรับฝกสอนเร่ิมตน�

�

� �

รูปที�่4.4�คาจริงและคาพยากรณโหลดในกรณีที่ใชฟงกชันการกระจายตัวของความนาจะเปนแบบตางๆ�
สรางขอมูลตัวอยาง�
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4.3�การพยากรณตามลักษณะของขอมูลอินพุตดวยวิธ�ีSimilarity�Based�Ensemble�OS-ELM�
� การทดลองนี้เปนการศึกษาการทำงานของอัลกอริทึม�Similarity�Based�Ensemble�OS-ELM�ท่ี

ไดนำเสนอไวในหัวขอที�่3.3�ซึ่งเปนการใชโมเดล�OS-ELM�หลายโมเดลแบงหนาที่กันรับผิดชอบ�โดยแตละ

โมเดลจะรับผดิชอบเฉพาะรูปแบบอินพุตหนึ่งๆที่เรียกวา�Template�เทานั้น�เม่ือไดรับอินพุตเขามาอลักอริ

ท่ึมจะทำการเปรียบเทียบความคลาย�(Similarity)�กับ�Template�ทุกตัวและหาก�Template�ใดมีความ

คลายมากกวา�Threshold�ท่ีกำหนดไว�อัลกอริท่ึมก็จะสงอินพุตใหโมเดลท่ีรับผิดชอบ�Template�นั้นทำ

การพยารกรณคาและเรียนรูเพ่ิมขึ้น��

ชุดขอมูลท่ีใชในการทดลองน้ีคือชุดขอมูลทั้ง�9�ชุดใน�Hourly�Energy�Consumption�สงใหอัลกอ

ริทึ่มทำการพยากรณโหลดรายชั่วโมงและเรียนรูเพ่ิมขึ้นกบัขอมูลทั้งสิ้น�8,760�ขอมูลหรือคิดเปนระยะเวลา�

1�ป�โดยอัลกอริท่ึมจะใชโมเดล�OS-LEM�จำนวน�50�ตัวรับผิดชอบ�50�Template�ท่ีมาจากขอมูลตัวอยาง�

50�รายการแรกในแตละชุดขอมูลและทดลองเปรียบเทียบคาความผิดพลาดในการพยากรณโดยใช�

Threshold�0,�0.2,�0.4�และ�0.8�เพ่ือศึกษาแนวโนมของการเลือกใชคา�Threshold�ท่ีเหมาะสมในการ

พยากรณโหลดดวยอัลกอริท่ึมท่ีนำเสนอ�ผลการทดลองดังตารางที่�4.4��

โมเดล�OS-ELM�ท้ัง�50�ตัวที่ใชในการทดลองนี้ไดผานการฝกสอนเริ่มตน�(Initial�training)�ดวย

ขอมูลตัวอยางท่ีสังเคราะหข้ึนตามวิธีการที่นำเสนอในหัวขอ�3.2�โดยใชสัญญาณรบกวนท่ีสุมจากฟงกชันการ

กระจายตัวของความนาจะเปน�(Probability�Density�Function:�PDF)�แบบสม่ำเสมอ�(Uniform)�และ

กำหนดขนาดสูงสุดของสญัญาณรบกวน(Noise�Level)�ไวที่�10%���

� �
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ตารางที่�4.4�ผลการทดลองการใช�Similarity�Based�Ensemble�OS-ELM�เพื่อพยากรณโหลด�

Dataset�
MAPE�for�each�Threshold�value�

0� 0.2� 0.4� 0.6� 0.8�

AEP� 1.2� 1.24� 1.23� 1.27� 1.36�

COMED� 1.09� 1.07� 1.09� 1.10� 1.20�

DAYTON� 1.49� 1.5� 1.47� 1.52� 1.56�

DEOK� 1.34� 1.35� 1.34� 1.35� 1.36�

DOM� 1.56� 1.57� 1.58� 1.58� 1.62�

DUQ� 1.90� 1.89� 1.88� 1.89� 1.87�

EKPC� 2.43� 2.42� 2.42� 2.45� 2.25�

FE� 1.44� 1.44� 1.43� 1.45� 1.49�

NI� 1.39� 1.40� 1.39� 1.42� 1.52�

Average� 1.54� 1.54� 1.54� 1.56� 1.61�

����

� จากผลการทดลองในตารางท่ี�4.4�จะพบวาการเลือกใชคา�Threshold�เทากับ�0,�0.2,�0.4�และ�

0.6�จะใหคาความผิดพลาดในการพยากรณไมแตกตางกัน�สวนการเลือกใชคา�Threshold�เทากับ�0.8�จะ

ใหคาความผิดพลาดในการพยากรณสูงกวาการใชคาอ่ืน�และการเพ่ิมคา�Threshold�มีแนวโนมที่คาความ

ผิดพลาดในการพยากรณสูงมากขึ้น�สาเหตุเนื่องจากท่ีคา�Threshold�สูงๆ�นั้นจะมีจำนวนโมเดล�OS-ELM�

ท่ีถูกเลือกมาใชในการพยากรณเปนจำนวนนอยซึ่งในบางคร้ังอาจใชแคโมเดลเดียวในการพยากรณโหลดทำ

ใหเกิดความผิดพลาดในการพยากรณสงูดังที่ไดอธิบายไวในหัวขอ�4.1��

การเลือกใชคา�Threshold�เทากับ�0�ในการทดลองน้ีมีความหมายเทากับการใชโมเดลกลุม�

(ensemble�model)�ท่ีมีจำนวนโมเดลยอย�50�ตัวกับทุกขอมูลอินพุต�ซึ่งจากผลการทดลองจะพบวาการ

ใชอัลกอริทึ่ม�Similarity�Based�Ensemble�OS-ELM�ใหคาความแมนยำในการพยากรณไมแตกตางจาก

การใชวิธีโมเดลกลุม�แตการใชโมเดลกลุมไมใชตองคำนวณคา�Similarity�ดังนั้นการใชงานโมเดลกลุมจึง

เหมาะสมมากกวา�

�

�����
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4.4�การเรียนรูซ้ำ�(Re-learning)�
� ในหัวขอน้ีเปนการทดสอบวิธีการเรียนรูซ้ำท่ีไดอธิบายไวในหัวขอที่�3.4�ซึ่งเปนการปรับวิธเีรียนรู�

ของโมเดล�OS-ELM�โดยใหโมเดลทำการเรยีนรูเพ่ิมขึ้น�(Incremental�learning)�ซ้ำท่ีขอมูลชุดเดิมมากกวา�

1�ครั้ง�โดยการทดลองนี้ไดใชชุดขอมูลท้ัง�9�ชุดใน�Hourly�Energy�Consumption�ใหอัลกอริท่ึมทำการ

พยากรณโหลดรายชั่วโมงและเรียนรูเพ่ิมขึ้นกับขอมูลท้ังส้ิน�8,760�ขอมูลหรือคิดเปนระยะเวลา�1�ป�โดย

เปรียบเทยีบความผิดพลาดในการพยากรณโหลดเม่ือใชจำนวนคร้ังของการเรียนรูซ้ำ�(Re-learning)�ต้ังแต�

0-10�ครั้ง�โดยการเรยีนรูซ้ำ�0�ครั้งหมายถึงการไมตองเรียนรูซ้ำจากขอมูลชุดเดิม�(เรียนรูแคคร้ังเดียวไมตอง

เรียนรูซ้ำ)�ซึ่งเปนการทำงานโดยปกติของโมเดล�OS-ELM�โมเดล�OS-ELM�ท่ีใชในการทดลองนี้เปนการใช

โมเดลชุด�(Ensemble�model)�ท่ีประกอบดวยโมเดลยอยจำนวน�10�โมเดลและฝกสอนเริ่มตน�(Initial�

training)�ดวยขอมูลตัวอยางที่สังเคราะหขึ้นตามวธิีการท่ีนำเสนอในหัวขอ�3.2�โดยใชสัญญาณรบกวนที่สุม

จากฟงกชันการกระจายตัวของความนาจะเปน�(Probability�Density�Function:�PDF)�แบบสม่ำเสมอ�

(Uniform)�และกำหนดขนาดสูงสุดของสัญญาณรบกวน(Noise�Level)�ไวที่�10%�ผลการทดลองเปนดัง

ตารางที�่4.5��

ตารางท่ี�4.5�ผลการทดลองการใชวิธีเรียนรูซ้ำ�(Re-learning)�กับโมเดล�OS-ELM�เพื่อพยากรณโหลด�

Dataset�
MAPE�for�each�re-learning�times�

0� 1� 2� 3� 4� 5� 6� 7� 8� 9� 10�

AEP� 1.24� 1.19� 1.17� 1.15� 1.14� 1.14� 1.14� 1.14� 1.14� 1.14� 1.14�

COMED� 1.07� 1.03� 1.01� 1.01� 1� 0.9� 0.9� 0.9� 0.9� 0.9� 0.9�

DAYTON� 1.52� 1.47� 1.46� 1.44� 1.41� 1.41� 1.4� 1.4� 1.41� 1.41� 1.41�

DEOK� 1.31� 1.27� 1.25� 1.23� 1.21� 1.21� 1.2� 1.2� 1.2� 1.2� 1.2�

DOM� 1.58� 1.55� 1.51� 1.5� 1.48� 1.48� 1.48� 1.48� 1.48� 1.48� 1.48�

DUQ� 1.8� 1.75� 1.73� 1.72� 1.7� 1.7� 1.6� 1.6� 1.6� 1.6� 1.6�

EKPC� 2.4� 2.35� 2.34� 2.32� 2.3� 2.3� 2.2� 2.2� 2.2� 2.2� 2.2�

FE� 1.43� 1.39� 1.37� 1.35� 1.33� 1.33� 1.33� 1.33� 1.33� 1.33� 1.33�

NI� 1.38� 1.35� 1.32� 1.3� 1.28� 1.28� 1.28� 1.28� 1.28� 1.28� 1.28�

Average� 1.53� 1.48� 1.46� 1.45� 1.43� 1.42� 1.39� 1.39� 1.39� 1.39� 1.39�
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รูปที�่4.5�คา�MAPE�เฉลี่ยของการพยากรณโหลดเมื่อใชจำนวนคร้ังในการเรียนรูซ้ำตางๆ�

� จากผลการทดลองในตารางท่ี�4.5�และรูปท่ี�4.5�จะพบวาการใชวิธ ีเรียนรู ซ้ำ�(Re-learning)�

สามารถลดคาความผิดพลาดในการพยากรณโหลดของโมเดล�OS-ELM�ลงได�3-9%�เม่ือเทียบกับโมเดล�

OS-ELM�ท่ีไมมีการเรียนรูซ้ำ�(โดยการเรียนรูซ้ำ�0�ครั้งในการทดลองหมายถึงไมมีการเรียนรูซ้ำ)�ซึ่งคือการ

ใชงานโมเดล�OS-ELM�แบบปกติ�และเมื่อเพ่ิมจำนวนครั้งในการเรียนรูซ้ำจะทำใหคาความผิดพลาดในการ

พยากรณลดลงดวย�ซึ่งการเพิ่มจำนวนครั้งในการเรียนรูซ้ำจะเปนเหมือนการเพ่ิมจำนวนขอมูลชุดลาสุดให

โมเดลไดเรียนรู�หรือเปนการเพ่ิมน้ำหนักในการเรียนรูใหกับขอมูลชุดลาสุด�ซึ่งโมเดลจะเรียนรูเพ่ิมขึ้นโดยให

ความสำคัญกบัขอมูลชุดลาสุดมากกวาขอมูลเดิมสงผลใหโมเดลสามารถปรับตัวตามการเปลี่ยนแปลงของ

ขอมูลหรือสถานการณไดดีขึ้น�แตหากเพิ่มจำนวนคร้ังของการเรียนรูซ้ำมากเกินไปเชนในการทดลองน้ีพบวา

หากเรียนรูซ้ำมากกวา�4�ครั้งคาความผิดพลาดในการพยากรณจะไมลดลงแลว�เนื่องจากโมเดลเกิดปญหา�

over-fitting�ท่ีขอมูลลาสุดมากเกินไป�



�
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บทที่�5��
สรุปผลและขอเสนอแนะ�

5.1�สรุปผล�� �
จากแนวทางการปรับปรุงโมเดล�OS-ELM�ท้ัง�4�แนวทางที่นำเสนอในบทท่ี�3�และผลการทดลองของท้ัง�

4�แนวทางท่ีนำเสนอในบทที่�4�สามารถสรุปไดดังน้ี�

o� การใชโมเดลชุด�(Ensemble�Model)�ของ�OS-ELM�ชวยลดความผิดพลาดในการพยากรณโหลด
ได�5-8%�เม่ือเทียบกับการใชโมเดล�OS-ELM�แบบเดี่ยว�เนื่องมาจากคามผิดพลาดในการพยากรณ
โหลดของโมเดลยอยแตละตัว�หรือท่ีเรยีกวาความผิดพลาดที่คงเหลือ�(residual�error)�จะทำการ
หักลางกันเองจนทำใหคาพยากรณเขาใกลคาจรงิมากยิ่งข้ึน��

o� การปรับปรุงการฝกสอนเร่ิมตน�(Initial�training)�โดยการใชขอมูลจริงเพียงชุดเดียวมาสรางชุด
ขอมูลตัวอยางท่ีจำนวนเพียงพอท่ีจะฝกสอนเร่ิมตน�การสรางขอมูลตัวอยางนี้จะนำขอมูลจริงมา
บวกเพ่ิมดวยคาสัญญาณรบกวนแบบสุม�พบวาการใชขอมูลสังเคราะหในการฝกสอนเริ่มตนจะชวย
ลดคาความผิดพลาดในการพยากรณในชวงเริ่มตนลงไดมากกวา�10%�เม่ือเปรียบเทียบกับการใช
โมเดล�OS-ELM�โดยการทดลองนียั้งไดศึกษารูปแบบของสัญญาณรบกวนท่ีเหมาะสมในการใชงาน�
ซึ่งจากการทดลองพบวา�การใชสัญญาณรบกวนท่ีสุมจากฟงกชันแจกแจงความนาจะเปนแบบเกาส
เซียน(Gaussian)�มาสรางชุดขอมูลตัวอยางเพื่อฝกสอนเร่ิมตนใหกับโมเดลจะทำใหโมเดลสามารถ
พยากรณโหลดโดยมีคาความผิดพลาดต่ำที่สุด�แตตองทำการเลือกคาสวนเบ่ียงเบนมาตรฐานของ
ฟงกชันเกาสเซียน(Gaussian)�ใหเหมาะสมซ่ึงในการทดลองพบวาคา�0.5�เปนคาที่เหมาะสมที่สุด�
สวนการใชฟงกชันแจกแจงความนาจะเปนแบบสม่ำเสมอ�(Uniform)�สรางชุดขอมูลตัวอยางเพ่ือ
ฝกสอนเริ่มตนใหกับโมเดลจะทำใหโมเดลสามารถพยากรณโหลดโดยมีคาความผิดพลาดสูงกวาการ
ใชฟงกชันเกาสเซยีน�(Gaussian)�เพียงเล็กนอย�แตการปรับคาพารามิเตอรของฟงกชนัแจกแจง
ความนาจะเปนแบบสม่ำเสมอซ่ึงในท่ีนี้คือขนาดของสัญญาณรบกวน�(Noise�level)�สงผลตอความ
แมนยำในการพยากรณนอยมาก�ซึ่งอาจกลาวไดวาการใชฟงกชันแจกแจงความนาจะเปนแบบ
สม่ำเสมอ�(Uniform)�สรางชุดขอมูลตัวอยาง�จะทำใหโมเดลมีความทนทาน�(Robust)�มากกวาการ
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ใชฟงกชันเกาสเซียน�และมีความแมนยำแตกตางกันไมมากเนื่องจากชวงของคาสัญญาณรบกวน
กวางกวาทำใหขอมูลตัวอยางท่ีไดกระจายตัวมากกวาสงผลใหโมเดลเกิดปญหา�Over-fitting�นอย
กวา�

o� การใชอัลกอรทิึ่ม�Similarity�Based�Ensemble�OS-ELM�เปนการเลือกใชโมเดลยอยในโมเดลชุด
แคบางตัวมาพยากรณโหลด�โดยโมเดลแตละตัวจะไดไดรับการฝกสอนใหพยากรณขอมูลท่ีมี
ลักษณะหนึ่งๆ�ซึ่งเรียกวา�Template��โมดลตัวที่ ถูกเลือกมาพยากรณจะเปนโมเดลท่ีมีคา�
Template�ใกลเคียงกับขอมูลอินพุตท่ีรับเขามา�โดยในการทดลองไดปรับคา�Threshold�ซึ่งเปน
คาที่วัดความใกล เคียงกันระหวางขอมูลอินพุตและ�Template�เพื่อเลือกคา�Threshold�ท่ี
เหมาะสม�ซึ่งจาการทดลองพบวาการใชคา�Threshold�ต่ำจะใหคาความผิดพลาดในการพยากรณ
ต่ำกวาการใชคา�Threshold�สูง�ซึ่งการใชคา�Threshold�ตำ่คือการใชโมเดลหลายตัวมาพยากรณ
โดยใหไมใหความสำคัญกับความคลายกันระหวางอินพุตและ�template�ซึ่งคลายกับการใชโมเดล
ชุด�สวนการใชคา�Threshold�สูงคือการเลือกใชเฉพาะโมเดลจำนวนนอยท่ีไดรับการฝกสอนมา
สำหรับรูปแบบอินพุตน้ันๆ�ดังนั้นจึงสามารถตีความไดวา�การใช�OS-ELM�แบบโมเดลชุดโดยให
โมเดลทุกตัวชวยกันพยากรณโหลดจะใหคาความผิดพลาดนอยกวาการเลือกใชโมเดลที่ฝกสอนมา
โดยเฉพาะเพียงไมกี่ตัว�ดังนั้นอัลกอริท่ึม�Similarity�Based�Ensemble�OS-ELM�นี้ใหผลลัพธไม
แตกตางจากการใชโมเดลชดุ�(Ensemble�model)��

o� การเรียนรูซ้ำ�(Re-learning)�เปนการใหโมเดลชุด�OS-ELM�เรียนรูเพิ่มขึ้น�(Increment�learning)�
จากขอมูลลาสุดมากกวา�1�คร้ังซึ่งเปนเหมือนการเพิ่มนำ้หนักในการเรียนรูใหกับขอมลูลาสุดทำให
โมเดลสามารถปรบัตัวเขากบัแนวโนมของขอมูลใหมไดเร็วขึ้น�จากการทดลองพบวาเมื่อใหโมเดล
เรียนรูซ้ำจากขอมูลชุดลาสุดจะทำใหความผิดพลาดในการพยากรณโหลดลดลงได�3-9%�แตเม่ือ
เพิ่มจำนวนครั้งในการเรียนรู ซ้ำมากกวา�4�คร้ังพบวาคาความผิดพลาดในการพยากรณจะไม
สามารถลดลงไดอีก�เนื่องจากโมเดลเกิดปญหา�over-fitting�ท่ีขอมูลลาสุดมากเกนิไป�

� �
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5.2�ขอเสนอแนะ�
� ในการวิจัยการปรับปรุงโมเดล�OS-ELM�นี�้ผูวิจัยมีขอเสนอแนะอยู�2�ประเด็นเกี่ยวกับแนวทางการ
วิจัยเพ่ิมเติมและการนำไปประยุกตใชงานดังน้ี�
o� การวิจัยคร้ังน้ีไมไดนำตัวแปรท่ีเปนปจจัยภายนอกเชน�อุณหภูมิ�มาเปนขอมูลอินพุตในการ

พยากรณโหลด�ดังนั้นหากสามารถหาชุดขอมูลท่ีเหมาะสมก็สามารถทำการวิจัยในหัวขอน้ีเพ่ิมเติม
ได�

o� ควรมีการศึกษาทดลอง�การประยุกตใชงานโมเดล�OS-ELM�บนไมโครคอนโทรลเลอรหรือ
คอมพิวเตอรบอรดเด่ียวรสมกับสมารทมิเตอรเพ่ือทำการพยากรณโหลดในระบบไฟฟาจริง�ตาม
แนวทางการประมวลผลแบบเอดจคอมพิวติง�(Edge-computering)��
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